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The trouble with modern education is
you never know how ignorant people are.

With anyone over fifty you can be fairly confident
what’s been taught and what’s been left out.

But these young people have such an intelligent,
knowledgeable surface, and then the crust
suddenly breaks and you look down into

depths of confusion you didn’t know existed.
(Evelyn Waugh, Brideshead Revisited)



Capitolo 1

Introduzione

Questa tesi illustra lo studio e il lavoro svolto presso il Dipartimento di
Ingegneria dell’Informazione dell’Università degli Studi di Brescia durante
la mia frequentazione del corso di Dottorato di Ricerca in Ingegneria del-
l’Informazione, più precisamente nel curriculum di Ingegneria Informatica e
Automatica, XXXIII ciclo. Ho svolto le mie attività sotto la supervisione
del Prof. Alfonso Emilio Gerevini e del Prof. Ivan Serina dell’Università
degli Studi di Brescia, e del Dr. Alberto Lavelli, ricercatore della Fondazione
Bruno Kessler di Trento.

1.1 Il problema affrontato

La capacità di creare parole, di associarvi un significato, di combinarle
per formare una frase affinché sia possibile la costruzione e la trasmissione di
pensieri complessi attraverso il linguaggio naturale è una delle caratteristiche
che definiscono l’essere umano. Contenuti sotto forma di testo permeano
la nostra società sotto forma di libri, giornali, brevi appunti scritti su un
biglietto o nei monitor di televisori, computer, smartphone e altri dispositivi
elettronici.

Proprio la capacità di scrivere tramite i software di word processing, di
immagazzinare contenuti testuali su supporti elettronici di memoria di massa
e di diffonderli in via telematica ha aperto nuove possibilità di interpretazione

1



CAPITOLO 1. INTRODUZIONE 2

e utilizzo del testo. Esattamente come i numeri e le immagini, infatti, un
testo rappresentato in formato elettronico può essere analizzato in modo
automatico tramite un algoritmo.

Dalla metà degli anni ’90, con lo sviluppo di Internet, la quantità di testi
in formato elettronico è aumentata a dismisura. Se prendiamo in considera-
zione database di articoli scientifici come PubMed1 o arXiv2, enormi quantità
di informazioni sono disponibili per essere lette e interpretate e quindi rica-
varne conoscenza utile dal punto di vista scientifico o medico. Dall’altro lato,
gli utenti di Internet e dei social network generano continuamente testo sot-
to forma di commenti, recensioni ai prodotti che utilizzano, ai luoghi in cui
hanno trascorso le vacanze ecc. Nel campo del marketing, capire le opinioni
delle persone su di un prodotto, una notizia o un personaggio pubblico può
essere fondamentale per approntare strategie pubblicitarie con notevoli effetti
economici. Tuttavia, in entrambi i casi l’analisi del testo richiede l’interven-
to umano, potenzialmente anche di persone con conoscenze tecniche elevate,
rendendo quindi il processo molto dispendioso sia in termini economici che
di tempo.

Per questi motivi, l’elaborazione automatica del linguaggio naturale, me-
glio conosciuta con il termine inglese di Natural Language Processing
(NLP), è un settore fondamentale nell’ambito della ricerca a cavallo tra in-
formatica, linguistica e intelligenza artificiale. Il suo compito principale è far
sì che un software possa capire il significato di un testo, estrarne conoscenza
utile, tradurlo in un’altra lingua e molte altre possibili applicazioni. Se la
ricerca in questo ambito è iniziata negli anni ’50, negli ultimi due decenni
la maggiore disponibilità di dati e di risorse computazionali hanno permes-
so l’applicazione di tecniche di Machine Learning nel campo del Natural
Language Processing, ottenendo ottimi risultati.

Il Machine Learning è un settore fondamentale dell’intelligenza artificiale
che sviluppa tecniche e algoritmi capaci di imparare dai dati in modo auto-
matico [58]. Se ad esempio si vuole creare un software che riconosca se una
recensione di un film è positiva o negativa, si può utilizzare un algoritmo di

1https://pubmed.ncbi.nlm.nih.gov
2https://arxiv.org
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Machine Learning a cui vengono dati in input una serie di esempi (il trai-
ning set) di recensioni opportunamente etichettate da un essere umano come
positivi o negativi in base all’opinione che esprimono. L’algoritmo quindi
imparerà quali sono gli aspetti dei dati di input che denotano un’opinione
positiva o negativa, ad esempio focalizzandosi su aggettivi quali bello, diver-
tente, noioso, ecc. Le prestazioni del sistema vengono poi valutate su di un
test set di altri esempi non utilizzati per l’addestramento.

La possibilità di estrarre informazione dal testo in modo automatico, spe-
cialmente se non richiede la creazione di tecniche specifiche in base al contesto
applicativo ma piuttosto di sfruttare le tecniche già ampiamente studiate di
Machine Learning, offre potenzialità molto importanti anche per velocizza-
re il lavoro dell’essere umano, specialmente in un settore in cui l’analisi del
testo è resa difficile dal linguaggio altamente tecnico e in cui la conoscenza
estratta può essere di grande aiuto per prendere decisioni: l’ambiente clinico
e biomedico.

In un ospedale infatti moltissime informazioni riguardanti lo stato di sa-
lute dei pazienti possono essere reperite sotto forma di testo: referti, schede
di dimissione, note sulle cartelle cliniche, ecc. La capacità di poter estrarre
conoscenza in forma aggregata da questi documenti tuttavia richiede cono-
scenza medica e notevole dispendio di tempo e energie da parte di esperti del
dominio. Allo stesso tempo, studi scientifici su malattie, terapie o farmaci
vengono pubblicati quotidianamente e resi disponibili pubblicamente. Tut-
tavia, la quantità di testi disponibili è talmente elevata che non può essere
consultata in toto, per cui, ad esempio, un meccanismo automatico di filtrag-
gio che verifichi se un articolo può essere rilevante o meno per il trattamento
di una malattia può essere molto utile.

Se però da un lato c’è un notevole interesse relativo all’applicazione di
tecniche di Machine Learning e Natural Language Processing nell’ambito
clinico e biomedico, dall’altro questo genere di documenti presenta un gergo
tecnico molto più specifico e problematico rispetto al linguaggio corrente che
si può trovare nel commento a un film o in un articolo di giornale. Questo
pone due problemi [45, 72]:

• Gli algoritmi di Machine Learning devono essere abbastanza complessi
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da poter analizzare il testo maggiormente nel dettaglio. Se ad esem-
pio per distinguere un articolo riguardante la farmacologia da uno che
riguarda l’informatica può essere sufficiente individuare alcuni termini
(quali ad esempio dose o paziente invece di hardware o computazione),
tutt’altra questione riguarda capire che tipo di interazione tra farmaci
è descritta nell’articolo.

• La raccolta e la creazione degli esempi con cui addestrare gli algorit-
mi di Machine Learning richiede maggior tempo e risorse, visto che
un testo va analizzato più approfonditamente e da personale specia-
lizzato. Se infatti è immediatamente riconoscibile l’opinione espressa
in un commento a un prodotto, capire se un referto medico descrive
una particolare malattia è un processo decisamente più complesso e
delicato.

I migliori risultati per quanto l’analisi del testo sono stati ottenuti uti-
lizzando tecniche di Deep Learning, una branca recente e notevolmente
complessa del Machine Learning [6]. Queste tecniche operano sul testo (ad
esempio, per capire se un referto descrive una neoplasia o meno) facendo uso
di reti neurali profonde, ovvero meccanismi per cui, dato un documento di
input, una serie di neuroni connessi tra loro lo rielaborano progressivamente
fino ad arrivare ad una predizione. Questa predizione viene poi confrontata
con il target, ovvero il valore corretto che l’esperto ha assegnato al documen-
to in questione. Nel caso in cui la predizione sia risultata sbagliata, la rete
neurale modifica i propri parametri interni, cercando quindi di imparare in
base all’esperienza attraverso un procedimento matematico chiamato discesa
del gradiente [34].

Tuttavia, algoritmi maggiormente complessi richiedono anche un nume-
ro maggiore di dati. Nell’ambito biomedico, come detto precedentemente,
questo rappresenta un problema date le difficoltà di raccolta e soprattutto di
interpretazione anche da parte dell’essere umano. L’applicazione quindi delle
tecniche di Deep Learning richiede spesso la creazione di modelli più specifi-
ci, in cui anche l’introduzione di conoscenza medica può dare un importante
contributo nell’aumentare le prestazioni dell’algoritmo.
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Inoltre, maggiormente complessa è la tecnica di Machine Learning o Deep
Learning impiegata, meno questa è intellegibile all’essere umano. I principali
algoritmi utilizzati, reti neurali comprese, infatti sono del tutto assimilabili
a black box che, dato un input, producono un output senza che si possa
facilmente comprendere il motivo. Se pensiamo a un’applicazione di queste
tecniche nell’ambito delle decisioni cliniche questo è un problema rilevante.
In un algoritmo che riconosca, in base al referto medico, se un paziente ha
una lesione di tipo neoplastico o meno, e quindi in base a questo risultato
prescrivere o meno un esame di controllo, è importante anche che l’algoritmo
fornisca i criteri su cui ha basato le proprie conclusioni in modo tale che
il medico possa facilmente capire potenziali errori e bias. In poche parole,
l’interpretabilità del sistema di Deep Learning riveste un ruolo cruciale
nelle applicazioni cliniche e biomediche, proprio per l’estrema delicatezza dei
dati che sono coinvolti nell’analisi.

Se per dati numerici e immagini sono state progettate tecniche ormai
standard [20, 51] per estrarre le caratteristiche (feature) più rilevanti che
hanno portato un algoritmo di Machine Learning o Deep Learning a fornire
una predizione piuttosto che un’altra, per l’analisi del testo queste si sono
rivelate piuttosto problematiche [10, 12, 105]. Al contrario, una forte spinta
verso l’interpretabilità degli algoritmi di Deep Learning applicati al testo è
stata data dall’Attention Mechanism [4, 76], un particolare meccanismo
che permette di assegnare un peso alle parole in base alla loro utilità per il
compito svolto dall’algoritmo. Ad esempio, la descrizione di una lesione può
essere evidenziata dall’attention mechanism per giustificare che un referto
medico descrive una neoplasia.

Questo componente progettato specificatamente per il testo apre un’im-
portante prospettiva all’interpretabilità di un sistema di Deep Learning per
il Natural Language Processing. Tuttavia, la sua reale efficacia nel rendere
comprensibile il comportamento interno dell’algoritmo è ancora oggetto di
dibattito [38, 98]. Inoltre, mentre diversi articoli hanno mostrato il risul-
tato prodotto dall’attention mechanism, evidenziando le parole ritenute più
importanti, pochi hanno provato ad analizzare più in generale il suo com-
portamento [91]. Nel campo biomedico e clinico inoltre, nonostante l’inter-
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pretabilità in questo settore sia fondamentale ma viste anche le difficoltà nel
reperire dati, i pochi esperimenti condotti hanno dato risultati contrastanti
[38].

Questa tesi quindi si propone di analizzare il comportamento dell’atten-
tion in due casi distinti di applicazione di tecniche di Deep Learning al Na-
tural Language Processing: la classificazione di referti radiologici in italiano,
estratti direttamente dalla pratica clinica quotidiana degli Spedali Civili di
Brescia, e l’estrazione di interazione tra farmaci dalla letteratura scientifica
in lingua inglese.

1.2 Struttura della tesi

In questa sezione, presentiamo una breve panoramica sulla struttura dei
contenuti esposti in questa tesi.

Nel Capitolo 2 vengono introdotti i concetti base del Natural Language
Processing, come la rappresentazione delle parole e i principali compiti af-
frontati. Successivamente, vengono illustrate le caratteristiche e le difficoltà
del NLP in ambito clinico e biomedico. L’ultima parte presenta i concetti
più importanti relativi all’interpretabilità nell’ambito dell’analisi del testo.

Lo stato dell’arte nell’ambito del Natural Language Processing e delle
tecniche di Deep Learning applicate ad esso è presentato nel Capitolo 3. A
partire dal concetto di rete neurale (Sezione 3.1), vengono introdotte le tec-
nologie di word embedding, ovvero di come rappresentare le parole e il loro
significato attraverso il Deep Learning (Sezione 3.2). Le reti neurali ricor-
renti, che rappresentano lo stato dell’arte per molte applicazioni di NLP,
sono mostrate nella Sezione 3.3. L’attention mechanism, come spiegazione
teorica del suo funzionamento e delle sue varianti, nelle più recenti architet-
ture di Deep Learning (come Transformer o BERT) e nel suo utilizzo per
l’interpretabilità, è presentato nella Sezione 3.4.

I contributi originali di questa tesi sono presentati nei Capitoli 4 e 5,
rispettivamente dedicati al problema di classificazione di referti radiologici e
all’estrazione di interazioni tra farmaci.
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Nel Capitolo 4, innanzitutto vengono mostrate le finalità del progetto e le
caratteristiche dei dati. Dato che questo lavoro si colloca come prosecuzione e
miglioramento di un sistema già avviato, nella Sezione 4.2 viene illustrato un
primo tentativo di risoluzione del problema con tecniche di Machine Learning
e attraverso l’utilizzo di annotazioni manuali, ovvero di parti di testo ritenu-
te importanti dai radiologi ai fini della classificazione del referto. Dopo aver
analizzato pregi e difetti di questo approccio, nella Sezione 4.3 viene mostra-
ta la nuova proposta basata su tecniche di Deep Learning e introduzione di
conoscenza pregressa nella progettazione degli algoritmi. Le prestazioni dei
due sistemi vengono analizzate, confrontate e discusse nella Sezione 4.4. La
Sezione 4.5 del capitolo è interamente dedicata all’interpretabilità del siste-
ma attraverso l’utilizzo dell’attention mechanism, con un’analisi dettagliata
del suo comportamento e di come questo varia in base alle caratteristiche
del referto. Viene inoltre presentato un confronto tra il risultato dell’atten-
tion mechanism e le annotazioni manuali dei radiologi, mostrando affinità e
divergenze tra i due approcci. Infine, vengono presentati dei risultati preli-
minari derivati dall’impiego di un modello basato sull’architettura BERT per
la lingua italiana, che rappresenta lo stato dell’arte per molti task linguisti-
ci. Questi risultati vengono poi confrontati con l’architettura basata su reti
ricorrenti e attention mechanism.

Nel Capitolo 5 viene presentata una soluzione basata su Deep Learning
e attention mechanism per l’estrazione di interazioni tra farmaci all’interno
di frasi estratte dalla letteratura scientifica. Dopo una presentazione dei da-
ti e delle tecniche di pre-processing (Sezioni 5.1 e 5.2), vengono presentate
diverse possibili architetture, con varianti in base al tipo di attention me-
chanism considerato e in base a come l’input viene analizzato (Sezione 5.3).
Il confronto tra queste soluzioni è presentato nella Sezione 5.4, con partico-
lare attenzione all’effetto dei diversi attention mechanism sulle prestazioni.
Viene poi mostrata un’analisi degli errori e un confronto tra le prestazioni
del sistema e lo stato dell’arte. Nella Sezione 5.5, il comportamento del-
l’attention mechanism è valutato anche in funzione dell’interpretabilità del
sistema, in un contesto radicalmente diverso da quello dei referti radiologici
(affrontato nel Capitolo 4) per diversità di compito, lingua e caratteristiche
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dei dati. Infine, nell’ultima parte del capitolo vengono mostrati gli sviluppi
più recenti della ricerca per questo task, con l’impiego di vari modelli basati
su BERT, analizzando i risultati presenti in letteratura, i loro pregi e difetti
e mostrando alcuni esperimenti per il miglioramento dei risultati.



Capitolo 2

NLP in ambito biomedico

In questo capitolo vengono illustrati lo scopo e le caratteristiche dei con-
cetti di base per l’analisi automatica del linguaggio naturale (Natural Lan-
guage Processing, o per brevità NLP), prestando particolare attenzione alla
loro applicazione in ambito biomedico.

Lo studio di tecnologie per il trattamento del linguaggio naturale ha se-
guito parallelamente la storia dell’informatica fin dagli anni ’50. Campi quali
la traduzione automatica (Machine Translation), l’estrazione di informazioni
dal testo (Information Extraction) o la progettazione di sistemi per la comu-
nicazione tra agenti informatici ed esseri umani (Dialogue systems, Question
Answering) continuano ad essere tra i più attivi àmbiti di ricerca nel campo
dell’Intelligenza Artificiale [47].

Le applicazioni del Natural Language Processing sono molteplici: sistemi
come i chatbot o Siri sono capaci di comprendere un testo scritto o parlato e
fornire un servizio agli utenti; sistemi di autocompletamento e autocorrezione
sono ormai implementati nelle interfacce utente dei motori di ricerca; tecniche
di Natural Language Processing possono essere utilizzate per analizzare le
opinioni dei consumatori a fini pubblicitari o di marketing, oppure per capire
se un documento è rilevante o meno ai fini di una ricerca.

9
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2.1 Concetti di base del NLP e applicazioni in

campo biomedico

Nello specifico, in questa sezione vengono illustrati i principali compiti e
concetti di base relativi alle applicazioni di Natural Language Processing, a
prescindere dall’ambito effettivo di utilizzo.

2.1.1 Rappresentazione delle parole e dei documenti: il

modello bag of words

Mentre un’immagine è immediatamente rappresentabile come una matri-
ce di pixel, ognuno dei quali di un certo colore che a sua volta può essere
codificato attraverso 3 numeri da 0 a 255, la rappresentazione delle parole
all’interno di un documento non è così immediata.

Da un punto di vista strettamente informatico, infatti, una parola non è
altro che una stringa di caratteri, e quindi anche questa può essere rappre-
sentata da una sequenza di numeri in codice ASCII. Quello che però viene
tralasciato da questa rappresentazione è ciò che rende fondamentale la parola
nel suo utilizzo quotidiano: il suo significato. Il suo ruolo all’interno della fra-
se, le sue caratteristiche grammaticali, come si collega ad altri termini in una
determinata lingua, sono qualità impossibili da rappresentare considerando
solo la sequenza di caratteri. Se prendiamo ad esempio le parole rumore e
fracasso capiamo immediatamente che sono due sinonimi e che quindi trova-
re l’una o l’altra in documento è equivalente; tuttavia, analizzando carattere
per carattere, non è ravvisabile nessuna somiglianza tra le due.

Nonostante siano informazioni fondamentali, la rappresentazione più sem-
plice di una parola non tiene conto delle sue caratteristiche nel linguaggio e
del suo significato. Dato un set di N documenti contenenti K parole diverse,
la rappresentazione one-hot encoding si costruisce:

1. assegnando un id compreso tra 0 e K − 1 ad ognuna delle K parole;

2. costruendo un vettore di K posizioni in cui nel valore della posizione
corrispondente all’id è 1 ed è 0 in tutte le altre posizioni.
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Utilizzando lo one-hot encoding è possibile costruire anche una rappre-
sentazione dei documenti: la bag of words [33]. Per i nostri N documenti
e K parole, la bag of words non è altro che una matrice M di dimensione
N ×K (document-term matrix ) in cui:

1. ad ogni riga i ∈ [1, N ] corrisponde un documento e ad ogni colonna
j ∈ [1, K] una parola;

2. l’elementoMi,j della matrice è 1 se la parola j è presente nel documento
i, 0 altrimenti.

Come già detto precedentemente, questo modello, introdotto a metà degli
anni ’50, non tiene conto di semantica o caratteristiche grammaticali delle
parole come la differenza di genere o di numero (ad esempio, le parole medico
e medici sono considerate completamente diverse), nè del fatto che alcuni
termini, come ad esempio le congiunzioni o le preposizioni (le cosiddette stop
words), sono presenti in qualsiasi tipo di documento e possono risultare po-
co utili ai fini dell’analisi di un documento. Sono stati quindi studiati dei
correttivi come l’indice TF-IDF (Term Frequency - Inverse Document Fre-
quency) [78] che permette di attribuire un’importanza maggiore alle parole
che più caratterizzano un documento e penalizzare quelle più generiche. Più
recentemente, sono stati anche progettati dei metodi più sofisticati di rap-
presentazione delle parole come le tecniche di word embedding, che verranno
illustrate nella Sezione 3.2. Ciò nonostante, per alcuni task molto semplici e
con pochi documenti a disposizione, il modello bag of words può essere una
rappresentazione capace di far ottenere prestazioni soddisfacenti.

2.1.2 Tokenizzazione, POS-tagging, NER

Al fine di ricavare informazioni da un documento, per prima cosa un
sistema di NLP deve essere in grado di svolgere sentence splitting e tokeniz-
zazione, ovvero dividere un documento nelle singole frasi che lo compongono
e ciascuna frase nei singoli token che la costituiscono. Sebbene molte parole
possano essere individuate semplicemente andando a cercare i caratteri che
indicano uno spazio, in alcuni casi la tokenizzazione deve gestire segni quali
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trattini, barre o punteggiatura che rendono questo compito meno semplice
di quanto possa sembrare a prima vista.

Una volta separate le singole parole, si può svolgere il Part-of-Speech
Tagging, ovvero l’assegnazione ai token della frase delle parti del discorso dal
punto di vista grammaticale (nomi, aggettivi, verbi, preposizioni ecc.).

Parallelamente a questo, il task di Named Entity Recognition (NER) ha
come scopo di individuare e catalogare le parti all’interno del testo che si
riferiscono a un’entità specifica (named entity), quale una persona, una città,
una sostanza chimica o altro.

É importante sottolineare che una named entity può essere composta
anche da più parole. Se prendiamo ad esempio la capitale del Sudafrica,
Città del Capo, le tre parole Città, del e Capo dovranno essere riconosciute
dalla NER come appartenenti alla stessa entità. In alcuni casi, un siste-
ma deve tener conto di molteplici difficoltà anche legate alla tokenizzazione:
per riconoscere correttamente il nome della competizione sportiva Alpine
Skiing-Women’s World Cup Downhill, il sistema dovrà avere regole per sepa-
rare i singoli nove token (le sette parole, l’apostrofo e il trattino) ma anche
sufficientemente accurato da riunirli in un’unica entità [54].

Nel Capitolo 4 di questa tesi, la Named Entity Recognition viene con-
siderata nel contesto clinico, in particolare nell’analisi di referti radiologici
di TAC al torace, cercando di trovare quali termini descrivono una lesione
oppure il sito in cui si trova. Ad esempio, nella frase “Al controllo odierno
immodificato il nodulo parzialmente calcifico con diametro massimo di 5mm
nel segmento anteriore del lobo superiore destro" si dovrebbe riconoscere l’e-
spressione nodulo parzialmente calcifico come esempio di lesione e segmento
anteriore del lobo superiore destro come esempio di sito. Riuscire ad indi-
viduare queste espressioni in un intero referto può essere molto importante
per capire la malattia di cui il paziente soffre, le sue condizioni di salute,
eventuali miglioramenti, ecc.
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2.1.3 Relation e Information Extraction

Il problema di relation extraction è quello di riconoscere se, date due
entità, nel testo venga espressa una relazione tra di esse e, nel caso ci fosse,
capire quale sia all’interno di un insieme di possibilità. Ad esempio, nella
frase Parigi è la capitale della Francia, tra l’entità Parigi e l’entità Francia
intercorre la relazione essere capitale.

Da un punto di vista strettamente applicativo, il task di Relation Extrac-
tion può essere considerato come un caso particolare di classificazione in cui
le possibili relazioni sono le classi. Tuttavia, ci sono alcune differenze:

• un documento può contenere un numero arbitrario di entità, ognuna
delle quali può essere in relazione con un numero arbitrario di altre
entità;

• mentre nella classificazione è necessario assegnare una o più etichette,
tra due entità è possibile non sia presente alcuna relazione.

Per adattare quindi le tecniche di classificazione e di apprendimento su-
pervisionato al caso della Relation Extraction è necessario prendere in con-
siderazione due entità alla volta e aggiungere una classe negativa rappresen-
tante l’assenza di relazione tra le entità considerate [28].

Ad esempio, la frase La Spagna confina a Nord con la Francia e a Ovest
con il Portogallo contiene tre entità (Spagna, Francia e Portogallo) e ponia-
mo di voler capire quali entità hanno una relazione confina. Per fare ciò,
è necessario considerare ogni possibile coppia tra le entità (Spagna-Francia,
Spagna-Portogallo, Francia-Portogallo) e classificare ognuna di esse sceglien-
do tra la classe confina e quella negativa. Nel testo, possiamo facilmente
vedere che non viene citato nessun confine tra Francia e Portogallo per cui
quell’istanza andrà classificata come negativa.

Mentre nell’esempio appena illustrato abbiamo una relazione tra due en-
tità dello stesso tipo (e sarà così anche nel Capitolo 5 dove verrà descritta
una Relation Extraction per scoprire interazioni tra farmaci), è possibile ave-
re relazioni tra entità di tipo diverso. Ad esempio, in un importante dataset
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biomedico, Adverse Drug Events (ADE) [32], abbiamo due entità diverse in
relazione tra loro: il farmaco e l’effetto collaterale.

Nel task di Relation Extraction il focus è solamente sulla relazione, per
cui i token che compongono le diverse entità vengono precedentemente an-
notati e poi forniti all’utente come parte dell’input del problema. Partendo
però da un semplice documento di testo, come ad esempio l’abstract di un
articolo scientifico che descriva un effetto collaterale dovuto ad un farmaco,
possiamo considerare un processo a due fasi: la Named Entity Recognition,
deputata quindi a trovare le entità che descrivono farmaci ed effetti colla-
terali, e la Relation Extraction, che li collega nel modo corretto. Questo
processo si chiama Information Extraction ed una sua implementazione è, ad
esempio, descritta in [63], per l’estrazione di interazioni tra proteine. Soli-
tamente, l’Information Extraction si accompagna all’Entity Linking, ovvero
l’operazione di collegare il testo che identifica una particolare entità con la
sua descrizione in una base di conoscenza. Ad esempio, la parola emoglobina
si può collegare all’entità Q43041 di WikiData, che ne fornisce (in un formato
che è possibile consultare automaticamente con linguaggi di interrogazione)
la formula chimica, le caratteristiche principali e numerosi collegamenti con
altre basi di conoscenza.

Una volta svolto anche l’Entity Linking, da un semplice testo scritto
è possibile arricchire questi database con informazioni nuove, ad esempio
un’interazione tra farmaci appena scoperta, e renderle facilmente accessibili
alla comunità scientifica.

2.1.4 Classificazione

Uno dei compiti principali del NLP è la classificazione di documenti. Nella
sua accezione classica, si tratta di riconoscere ed etichettare correttamente
un documento in base all’argomento che tratta. Ad esempio, il benchmark
“20 Newsgroup” prevede di classificare messaggi di una newsletter in 20 classi
tra cui religione, annunci pubblicitari e hockey [58].

Tuttavia, ereditando il termine dal Machine Learning, il termine di classi-
ficazione può essere esteso a qualsiasi problema che richieda l’interpretazione
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del documento e l’attribuzione di etichette in base al suo contenuto.
Ci sono moltissimi esempi di classificazione di documenti in ambito cli-

nico: da quelli più semplici come il riconoscimento se il paziente descritto è
fumatore o meno oppure se è presente o meno una frattura [95], a quelli più
complicati come la classificazione gerarchica di referti radiologici descritta
nel Capitolo 4. In quest’ultimo caso, da un referto è possibile riconoscere il
tipo di esame che è stato svolto, se il paziente è in peggioramento o meno, la
tipologia di lesione descritta nel referto e dove si trova.

In ambito biomedico, un’applicazione molto importante è quella che ri-
guarda la rilevanza di una pubblicazione scientifica per un particolare pro-
blema. I numeri sempre più grandi di studi svolti e di articoli disponibili
online, pongono seri limiti alla capacità, da parte dei ricercatori, di tro-
vare quelli maggiormente rilevanti per la ricerca che stanno svolgendo. Il
sistema proposto in [39], dato un particolare argomento, seleziona appunto
automaticamente gli studi scientifici più rilevanti.

2.2 Particolarità del NLP in ambito clinico e

biomedico

Dall’introduzione delle cartelle cliniche elettroniche, gli ospedali raccol-
gono una grande quantità di testo che descrive le condizioni dei pazienti, i
loro sintomi, i trattamenti a cui sono sottoposti ecc. Questa mole di informa-
zioni, che può essere sfruttata al fine di predire l’evoluzione delle condizioni
del paziente, per migliorare l’organizzazione dell’ospedale o per fini di ricer-
ca, tuttavia richiede una notevole quantità di lavoro per essere analizzata
[24, 72].

Oltre all’intrinseca difficoltà di estrarre conoscenza da dati completamente
non strutturati come il testo libero, il testo clinico presenta ulteriori difficoltà
[45] quali:

• gergo tecnico estremamente specifico, con utilizzo di convenzioni e ab-
breviazioni definite all’interno del singolo ospedale o del singolo reparto;
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• contesto poco definito e poco uniforme, in cui segni come trattini, barre
ecc. possono sottintendere cose diverse in base al contesto. Ad esempio,
nella frase Lieve incremento (3-5 mm) del nodulo il trattino significa
che il nodulo si è ingrandito da 3 a 5mm; invece nella frase Minute
formazioni litiasiche (1-2mm), sta a indicare che le formazioni litiasiche
hanno una dimensione compresa tra 1 e 2mm;

• grammatica atipica e sintassi destrutturata, tra cui mancanza di articoli
e preposizioni o di verbi. Ad esempio, la frase Non masse mediastiniche.
non presenta né soggetto né predicato verbale;

• errori di battitura, dovuti al fatto che il testo è scritto, o spesso dettato
a un software, dai medici spesso cercando di minimizzare la quantità
di tempo necessaria alla stesura del testo clinico.

Oltre a questo, compiti come la Relation Extraction o la classificazione
richiedono algoritmi di apprendimento supervisionato che necessitano che
il testo non sia solo disponibile ma anche annotato manualmente in modo
corretto. Se il comprendere l’argomento di un articolo di giornale può essere
fatto in modo rapido da pressoché chiunque, capire se un referto descrive
una determinata malattia è possibile solo per un medico e con un impiego di
tempo più consistente. Per questo motivo, la creazione di dataset specifici
in campo clinico è molto più dispendioso e le loro dimensioni, che per un
algoritmo di Machine Learning sono fondamentali, sono molto più ridotte
rispetto a quelli generici.

Anche la qualità delle annotazioni e delle etichette di classificazione, in
ambito clinico, può presentare dei problemi. Nella pratica, infatti, nel valuta-
re la presenza o lo stato di una malattia, di una risposta a un trattamento, è
possibile un certo grado di libertà e quindi divergenze tra un medico e l’altro,
in quanto possono avere esperienza e formazioni diverse [24, 79]. Nell’appren-
dimento supervisionato, questo riveste chiaramente un problema in quanto
l’algoritmo è chiamato ad apprendere su esempi che possono essere incerti,
contraddittori e in cui è presente un tasso di errore intrinseco all’applicazione.

Oltre al testo clinico, nell’ambito biomedico viene prodotta un’enorme
quantità di testo anche sotto forma di pubblicazioni scientifiche. Essendo
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queste pubbliche, senza le problematiche di privacy e di sensibilità dei dati
presenti nel testo clinico, numerosi dataset [96, 88] e applicazioni [50] sono
state realizzate negli anni per estrarre informazioni da questo genere di pub-
blicazioni per i principali compiti di NLP. Chiaramente, in una pubblicazione
scientifica non sono presenti i problemi relativi alla forma, alle convenzioni e
alla mancanza di struttura del testo clinico ma permangono i problemi rela-
tivi alla difficoltà di annotazione, di incertezza e della necessità di strumenti
specifici per trattare questo genere di dati. Per esempio, possiamo facilmen-
te intuire le difficoltà nel capire che l’espressione 1-methyl-4-phenyl-1,2,3,6-
tetrahydropyridine, composta da 17 token, rappresenta un singolo composto
chimico generato dall’assunzione di un farmaco.

Per questo motivo, sono stati creati e addestrati strumenti o modelli spe-
cifici, quali ad esempio scispaCy [61] (versione biomedica del popolare tool
per il NLP spaCy1), per trattare il testo in ambito biomedico. Allo sta-
to attuale, tuttavia l’utilizzo di strumenti pre-addestrati come scispaCy è
confinato a testi clinici e biomedici in lingua inglese. Mentre strumenti per
documenti generici sono presenti in diverse lingue, per il linguaggio tecnico,
che come abbiamo visto richiede una notevole mole di lavoro per essere anno-
tato, le risorse disponibili sono quasi solamente le pubblicazioni scientifiche,
comunemente disponibili solo in inglese. Trattare quindi il testo clinico in
un’altra lingua richiede di scegliere tra:

• creare e addestrare un sistema ex novo specifico per la lingua e per
l’applicazione in questione, impiegando una notevole quantità di tempo
e risorse;

• utilizzare strumenti, tool e modelli già disponibili per documenti di
tipo generico, accettando una percentuale di incertezza e di errore che
tuttavia può anche essere significativa;

• definire regole e procedure per adattare quanto già disponibile all’ap-
plicazione specifica.

1https://spacy.io
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2.3 Il problema dell’interpretabilità

Sia nell’ambito dell’Intelligenza Artificiale e del Machine Learning che
nello specifico del NLP, molteplici sforzi si sono profusi affinché le decisioni
o le predizioni fornite da un algoritmo possano essere comprese dagli esseri
umani che utilizzano il sistema (Explainable AI).

Rimanendo nello specifico delle applicazioni cliniche, è evidente come il
compito di formulare una diagnosi, suggerire una terapia o individuare un
rischio analizzando i dati di un paziente, quali ad esempio un referto medico
o i risultati degli esami clinici, non possa essere lasciato completamente a un
algoritmo. Accanto ad esso, è necessario che agiscano medici che controlli-
no e validino le decisioni prese con la loro conoscenza del dominio. Sapere
quindi quali siano le caratteristiche più importanti su cui il modello si fo-
calizza, quali dati ha tenuto in considerazione oppure perché è stata presa
una particolare decisione, è molto importante affinché il sistema possa essere
utilizzato proficuamente in ambiente clinico [77].

Nel trattamento del linguaggio, la questione si complica ulteriormente.
Ad esempio, in un task di classificazione per argomento, per giustificare il
fatto che un documento è classificato come di tipo referto medico può essere
sufficiente evidenziare la presenza delle parole lesione, nodulo e flogistica; al
contrario, capire ad esempio se la lesione di cui parla il referto è di tipo neo-
plastico o meno richiede un’analisi più approfondita che tenga conto non solo
della presenza delle parole, ma anche il loro significato e come si relazionano
tra loro. Per questo non solo è necessario un modello più complesso, ma
anche la stessa spiegazione può risultare meno intelligibile.

2.3.1 Definizioni e concetti preliminari

Dati i recenti successi in termini di prestazioni delle tecniche di deep
learning per il NLP, pubblicazioni molto recenti [38, 98, 84] hanno iniziato a
definire potenzialità e limiti di questi modelli in termini di interpretabilità.
Tuttavia, questi lavori perseguono obiettivi e usano tecniche diverse, senza
una visione d’insieme. Partendo dal lavoro in [37], in questa sezione verranno
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introdotti i concetti chiave nella definizione del problema di interpretabilità
in NLP.

Innanzitutto, data una risposta fornita da un modello di Natural Lan-
guage Processing (quale ad esempio se in un referto è descritta la presenza
di una patologia o meno), la sua interpretazione è il procedimento che
permette di fornire all’utente le parti dell’input (ovvero i token)
che motivano la risposta. Se prendiamo ad esempio un task di Rela-
tion Extraction per trovare se due farmaci assunti contemporaneamente (in
questo caso aripiprazole e antihypertensive agents) possono portare a effetti
indesiderati, nella frase “Given the primary CNS effects, caution should be
used when aripiprazole is taken in combination with antihypertensive agents."
le espressioni caution should be used e is taken in combination sono fonda-
mentali per definire che tra i due farmaci possa esserci un’interazione di tipo
negativo.

Possiamo definire due tipi di interpretazione:

• L’interpretazione plausibile, quando i token sottolineati dal sistema
possono convincere un essere umano della bontà della decisione pre-
sa. Per avere un’interpretazione plausibile è quindi necessario che la
predizione del sistema sia quella corretta.

• L’interpretazione fedele, cioè quando i token evidenziati dal sistema
riflettono effettivamente quelli che il modello ritiene più importanti. Per
avere un’interpretazione fedele quindi non è necessario che la predizione
sia corretta: deve solo rispecchiare il ragionamento interno del modello.

Andando più nel dettaglio, in letteratura spesso vengono utilizzate due
assunzioni per definire quando un’interpretazione non è fedele:

• Dati due modelli che prendono la stessa decisione su di un input, se la
loro spiegazione è diversa allora l’interpretazione non è fedele [98].

• Dati un modello e due input simili, l’interpretazione non è fedele se
fornisce due spiegazioni diverse [38, 98].

Queste assunzioni, che vengono spesso utilizzate per creare dei contro-
esempi con cui dichiarare non fedele un sistema di interpretazione, possono
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essere troppo restrittive in quanto non tengono conto innanzitutto del fatto
che un sistema di interpretazione di un modello comunque ha la necessità
di semplificare (per poter risultare comprensibile all’essere umano) il reale
comportamento del modello stesso. In secondo luogo, le due assunzioni de-
finiscono la questione in modo binario: fedele o non fedele. Un sistema di
interpretazione, tuttavia, può essere utile nella pratica per un compito spe-
cifico, o per alcune categorie dell’input. Ad esempio, in ambito clinico, un
sistema interpretazione può sottolineare le parti più importanti di un referto
solo quando viene effettivamente rilevata una malattia; invece, se nel referto
non viene rilevato nulla, non è interessante sapere quali parti del testo hanno
portato il modello a quella decisione [37].

Infine, i metodi di interpretabilità possono essere suddivisi in due macro-
categorie, che prescindono anche dall’applicazione nel NLP:

• metodi post-hoc, che lavorano su un modello già allenato ma non inter-
pretabile e utilizzano tecniche matematico-statistiche per fornire una
spiegazione. Un esempio di questo tipo può essere l’algoritmo SHAP
[51, 105] che, data una predizione per un’istanza di input rappresenta-
ta da un insieme di feature F (nel caso della rappresentazione bag-of-
words, questo è equivalente al vocabolario), assegna un valore numerico
s a ciascuna feature f ∈ F che quantifichi quanto il modello si sia basato
sul valore di f per la predizione.

• metodi intrinsecamente interpretabili, la cui formulazione è già di per
sé comprensibile all’essere umano. Un esempio classico è certamente
quello degli alberi di decisione che verificano una serie di condizioni
sull’input seguendo delle regole gerarchiche.



Capitolo 3

Deep learning per NLP

Negli ultimi anni, le tecniche di deep learning hanno raggiunto le mi-
gliori prestazioni nell’analisi dei dati, fissando nuovi standard anche per il
trattamento del linguaggio naturale. Da un lato, l’utilizzo di reti neurali ha
permesso una migliore rappresentazione delle parole; dall’altro le reti neurali
ricorrenti e in particolare le Long Short Term Memory networks (LSTM)
sono capaci di analizzare l’intera sequenza di parole in un testo, con la po-
tenzialità quindi di cogliere relazioni tra parole, tenere in memoria il contesto
della frase, ecc. Le rete ricorrenti quindi possono essere utilizzate per i task di
NLP come la classificazione o la NER. Oltre a questo, l’attention mechanism
permette di prestare attenzione solo alle parti più importanti del documento
in input. In questo capitolo, quindi, viene presentato lo stato dell’arte delle
tecniche di deep learning per il NLP.

3.1 Reti neurali feedforward

In questa sezione, vengono presentate brevemente le reti neurali feedfor-
ward, che sono tra le tecniche più utilizzate ed efficaci nell’ambito del machine
learning [34].

Una rete neurale feedforward è composta da diversi livelli di neuroni che
formano un grafo orientato e aciclico. Nell’esempio in Figura 3.1, è possibile
vederne una con quattro livelli: partendo da sinistra uno con quattro neuroni,

21
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Figura 3.1: Esempio di rete neurale feedforward con due livelli nascosti

due con tre e l’ultimo con un solo neurone. Come si può intuire dalle frecce,
ogni neurone è collegato con tutti quelli del livello successivo. Per questo
motivo, questi livelli e queste reti neurali vengono anche detti fully-connected.

Il primo livello è detto livello di input, in quanto riceve le informazioni in
ingresso. Se in un problema di machine learning le istanze da predire sono
rappresentate tramite un vettore reale di dimensione f , il livello di input è
composto da f neuroni, uno per ogni feature in ingresso.

Il livello di input è collegato completamente con il primo livello nascosto
(hidden layer), che può essere di dimensione variabile. Ciascuno dei neuroni
del livello nascosto computa una somma pesata degli input a cui è collegato.
Ad esempio, il neurone h0 è collegato con i0, i1, i2 e i3, per cui:

w0,0 ∗ i0 + w1,0 ∗ i1 + w2,0 ∗ i2 + w3,0 ∗ i3 (3.1)

in cui wi,j ∈ R è il peso numerico assegnato al collegamento tra il neurone
i ∈ [0, 3] del livello di input e il neurone j ∈ [0, 2] del livello nascosto. Più in
generale, l’operazione fatta dal livello nascosto è:

H = σ(WI +B) (3.2)

in cui, dato un livello nascosto di dimensione h, I ∈ Rf è il vettore di
ingresso, W ∈ Rf×h è la matrice dei pesi e B ∈ Rh è un vettore di pesi
aggiuntivi chiamato bias vector. La funzione σ è la cosiddetta funzione di
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Figura 3.2: Alcuni esempi di funzioni di attivazione

attivazione, a cui appartengono ad esempio la sigmoide o tanh e altre visibili
in Figura 3.2. La computazione è esattamente la stessa anche per il secondo
livello nascosto o per qualunque degli eventuali successivi, semplicemente
considerando come vettore I non più i valori del livello di input ma quelli
prodotti dal precedente livello nascosto.

L’ultimo livello è quello di output, ed è quello che fornisce in output il
risultato del modello predittivo. La dimensione dipende dal task: in una
classificazione binaria, è sufficiente un neurone con attivazione sigmoide, in
modo tale che fornisca 0 o 1 in uscita. Nel caso di scelta tra più classi invece,
si utilizza la funzione softmax che fornisce in output la distribuzione delle
probabilità per le varie classi.

In una rete neurale feedforward ogni livello ha quindi la propria matrice di
pesiW e il vettore di bias B, che sono dei parametri del modello da imparare
mediante l’addestramento della rete. Essendo una rete neurale un modello di
apprendimento supervisionato, alla rete neurale è necessario fornire dei dati
di training, ovvero coppie tra un’istanza di input x e il valore target di output
y che servano per trovare i migliori parametri. Inizialmente, questi parametri,
che per comodità chiameremo P , sono inizializzati in modo casuale. La rete
quindi esegue i propri calcoli e fornisce un valore ŷ in uscita per ogni istanza,
che viene confrontato con y. Date n istanze di training, viene quindi calcolata
una funzione di errore (loss function), come ad esempio la cross-entropy:
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L(P ) =
n∑

i=1

[−yi log ŷi + (1− yi) log(1− ŷi)] (3.3)

L’obiettivo dell’algoritmo è minimizzare la loss function L, ovvero trovare
la configurazione di P che produca meno errori possibile. La minimizzazione
della funzione e la conseguente modifica dei parametri vengono svolte attra-
verso il procedimento matematico di discesa del gradiente con l’algoritmo
di backpropagation [82]. L’aggiornamento dei pesi si può svolgere ad ogni
istanza (stochastic gradient descent), considerando tutto l’insieme dei dati di
training (batch gradient descent) oppure solamente una parte di dimensione
selezionabile (mini-batch). In ogni caso, l’addestramento prevede di riuti-
lizzare più e più volte gli stessi dati, al fine di migliorare progressivamente
la qualità della predizione. L’utente ha quindi la possibilità di selezionare
anche il numero di epoche dell’addestramento, ovvero quante volte la rete
dovrà analizzare tutti i dati di training.

3.2 Word embedding

Come detto nella sezione 2.1.1, il modello bag of words non riesce a rap-
presentare concetti importanti del linguaggio quali le differenze di genere e
numero, i sinonimi, raggruppare parole dello stesso argomento e simili.

Oltre a questo, nella document-term matrix a ogni parola corrisponde una
colonna, per cui ogni minima variazione dello stesso termine (pensiamo ad
esempio a tutte le coniugazioni di un verbo) è rappresentata da una colonna
a sé stante. Inoltre, considerando un problema di classificazione di testi per
argomento, possiamo anche capire come un grande numero di parole siano
relative al gergo di un argomento specifico e non siano presenti negli altri. Per
questo motivo, un documento viene rappresentato (attraverso una riga nella
matrice) da molteplici 0, corrispondenti alle parole appartenenti ad argomenti
estranei al suo contenuto, e da una minoranza di 1. La struttura dati prodotta
dalla bag-of-words tende quindi sia ad aver problemi di dimensione che di
sparsità, con notevole spreco di memoria.
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Figura 3.3: Proiezione bidimensionale di una rappresentazione word
embedding. Ogni parola è rappresentata come un punto nello spazio.

L’idea del word embedding è quindi di fornire una rappresentazione più
compatta delle parole tenendo conto del loro significato e del loro utilizzo.
Ogni parola infatti è rappresentata come un vettore di n numeri reali (word
vector), cioè da un punto in uno spazio vettoriale di dimensione n. Questa
rappresentazione viene costruita in modo tale che:

• parole appartenenti allo stesso argomento siano nella stessa regione
dello spazio, con particolare vicinanza tra i sinonimi oppure per parole
che variano solo per genere, numero o coniugazione;

• parole con significato e contesto di utilizzo molto diversi siano rappre-
sentate da punti molto distanti.

Nella Figura 3.3 viene mostrato un esempio a due dimensioni di una rappre-
sentazione word embedding. In basso a destra, possiamo notare tre parole
che rappresentano tipi di frutta Kiwi, Apple e Orange, molto distanti da Cat
e Dog, a loro volta invece vicini tra loro.

Tuttavia, mentre la bag of words è immediatamente ricavabile per qualsia-
si corpus di parole e documenti, calcolare una rappresentazione word embed-
ding è un procedimento notevolmente complesso che richiede l’utilizzo di reti
neurali e una mole notevole di documenti da analizzare, di tempo e di risorse
computazionali per ottenerne una soddisfacente. Negli ultimi anni, diversi
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algoritmi come GloVe [66], FastText [41] e soprattutto Word2Vec [57] sono
stati progettati allo scopo di comprendere il funzionamento del linguaggio e
ottenere una rappresentazione word embedding.

Mentre l’addestramento di un modello di word embedding è una proce-
dura che richiede tempo e risorse computazionali, è altrettanto importante
sottolineare che, una volta addestrato, il modello è riutilizzabile per diver-
si task. Un modello per la lingua italiana, ad esempio costruito sulla base
dell’intero corpus di Wikipedia, potrà essere utilizzato sia per un task di clas-
sificazione di articoli di giornale che per una Named Entity Recognition degli
attori in un corpus di recensioni cinematografiche, senza necessità di doverne
addestrare uno specifico. Inoltre, molti modelli già allenati sono disponibili
online.

Nonostante ciò, il testo clinico e biomedico ha un vocabolario altamente
specifico che non può essere catturato da un corpus generico: in questo ca-
so è necessario quindi addestrare un modello, o procurarsene uno già pronto
[74], basato su testi clinici o pubblicazioni mediche. La reperibilità di modelli
addestrati su un dominio specifico è piuttosto buona per la lingua inglese (co-
me quello giuridico [11] o matematico [30]) ma molto più difficile per lingue
meno utilizzate, come ad esempio quella dell’italiana. Questo può rappre-
sentare un serio limite nell’applicazione delle tecniche di word embedding
negli ambiti potenzialmente più complicati. Qualora si intendesse procedere
all’addestramento di un modello in proprio, la necessità di reperire una mole
considerevole di documenti pone inoltre ulteriori problemi.

Un altro difetto intrinseco delle tecniche di word embedding è il caso
degli omonimi, ovvero parole con la stessa grafia ma con significati diversi
(ad esempio riso può indicare l’atto di ridere così come un cereale). In
questo caso, il vettore risultante sarà una sorta di combinazione tra i possibili
significati, in base a quante volte uno o l’altro compaiono nei documenti
utilizzati per l’addestramento. I modelli di word embedding sono inoltre
molto sensibili a piccoli errori, per cui una parola contenente ad esempio un
errore di battitura non può essere rappresentata tramite un vettore di numeri
reali.
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3.2.1 Word2Vec

L’idea fondamentale di questo algoritmo creato nel 2013 è un’assunzio-
ne tipica del linguaggio: il significato di una parola può essere intuito dal
contesto in cui è inserita. Se noi prendiamo ad esempio la frase incompleta
Sto mischiando il _ di carte, possiamo facilmente capire che al posto di _
possiamo inserire la parola mazzo per formare una frase di senso compiuto.

Il modello iniziale di Word2Vec, detto anche Continuous Bag of Words
(CBOW), esegue la stessa operazione, cioè predire una parola dato il suo
contesto, utilizzando una rete neurale. Più formalmente, data la n-esima
parola di una frase wn e considerando una context window di 2 parole, utilizza
le parole precedenti wn−1, wn−2 e quelle successive wn+1 e wn+2 per predire
wn. L’input è un vettore di lunghezza pari a quella del vocabolario, in cui
è presente il valore 1 nelle posizioni corrispondenti agli indici delle parole in
ingresso (il contesto della frase) e 0 nelle altre. In output ci sarà un vettore di
tutti 0 tranne che nella posizione dell’indice di wn, in cui è presente il valore
1.

La rete neurale è composta, oltre che dal necessario livello di input, da un
livello nascosto di dimensione h e da uno di output, entrambi fully-connected.
Mentre il primo ha attivazione lineare, il secondo ha come attivazione la
funzione softmax. Data wi, cioè la parola a cui è stato assegnato l’indice i
nel livello di input, gli h pesi che collegano il neurone i a ciascun neurone del
livello nascosto formano la rappresentazione word embedding della parola wi

[81] che è quindi un vettore di dimensione h.
In Figura 3.4 è riportato un esempio volutamente semplice con un corpus

di sole otto parole, ognuna delle quali associata a un indice tra 0 e 7 (apple
ha indice 0, drink 1 e così via). In questo esempio, dato il contesto formato
dalle parole apple e eat, si vuole predire la parola orange. Per cui, a sinistra i
neuroni di input sono colorati di rosso nelle posizioni corrispondenti agli indici
di apple e eat. Allo stesso modo, a destra l’output desiderato è quello con un 1
solamente nella posizione di orange. Il livello nascosto, al centro, è formato da
soli 5 neuroni ed è completamente connesso sia ai neuroni di input che a quelli
di output. Prendendo ad esempio la parola eat, i 5 collegamenti del neurone
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Figura 3.4: Visualizzazione semplificata della rete neurale di Word2Vec su
un corpus di 8 parole. Date le parole apple e eat si vuole predire la parola
orange, con un livello nascosto di dimensione 5. Il colore rosso indica pesi
positivi, il blu negativi e più la tonalità è forte più il valore è alto. I pesi
che collegano ciascuna parola (e quindi il corrispondente neurone di input)
al livello nascosto sono il word embedding della parola stessa.

di input corrispondente a quella parola al livello nascosto rappresentano il
word embedding di eat, che è quindi un vettore di 5 elementi. In questa
rappresentazione grafica, più il colore del collegamento è rosso, più il peso
associato a quel collegamento è vicino a 1, mentre più è blu più è vicino a
−1. Per cui, il word embedding di eat mostrato nella figura può essere ad
esempio il vettore [0.7, 0.25, 0.2,−0.3,−0.5]. La stessa rappresentazione può
essere utilizzata anche per i collegamenti tra il livello nascosto e l’output, ma
non corrispondono a nessun word embedding.

Dato quindi un corpus di documenti, è possibile generare un numero anche
molto elevato di esempi esaminando tutte le parole di una frase e prendendo il
relativo contesto. Ognuno di questi esempi può essere usato per addestrare la
rete neurale che, attraverso l’algoritmo di backpropagation, modificherà i pesi
dal livello di output al livello nascosto e tra quest’ultimo e quello di input,
cioè il word embedding. Dopo quindi aver analizzato molti esempi e per
molte epoche, la rete è in grado di predire una parola dato il suo contesto.
Per fare ciò, la rete deve quindi aver costruito una rappresentazione che
contenga informazioni relative al significato delle parole e al funzionamento
del linguaggio, con un guadagno notevole rispetto alla Bag of Words. Questa
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rappresentazione può essere poi estratta dalla rete neurale e riutilizzata per
diversi task di NLP.

Una variante di Word2Vec e, nel caso di corpus di documenti molto gran-
di, più performante è il modello Skip-Gram. Il suo funzionamento è simile a
quello della CBOW, solo con la differenza che in input viene data una singola
parola e in output bisogna predire quelle che formano il contesto. Ad esem-
pio, dalla frase “The cat sat on the mat" possiamo estrarre diverse coppie:
usando cat come input possiamo predire sat, usando on possiamo predire
mat, ecc.

GloVe [66] invece sfrutta lo stesso concetto in un modo leggermente di-
verso. Questo algoritmo infatti addestra un modello per predire la pro-
babilità di co-occorrenza di due parole nello stesso contesto. Se prendia-
mo le parole solido, gassoso e ghiaccio, la probabilità di trovare la pri-
ma nello stesso contesto della terza P (solido|ghiaccio) sarà molto superio-
re a P (gassoso|ghiaccio). La possibilità di quantificare questa probabilità,
secondo gli autori, può essere un vantaggio rispetto a Word2Vec.

Una volta ottenuti i word vectors di dimensione h (tipicamente 100 o 200),
a prescindere dalla tecnica utilizzata, la rappresentazione di un documento di
k token (parole e punteggiatura) non è altro che una matrice di dimensione
k×n in cui ognuno di essi, nell’ordine in cui compaiono nel testo, è sostituito
dal word vector corrispondente.

3.3 Reti neurali ricorrenti

In linea teorica, un documento rappresentato utilizzando i word embed-
dings può essere analizzato da qualsiasi algoritmo di Machine Learning. Ad
esempio, potremmo passare la sequenza dei word vectors a una rete neurale
fully-connected con input di dimensione data dal prodotto di k per n. Questo
però pone due problemi:

• ogni singola posizione del word vector è messa in ingresso separata-
mente, lasciando alla rete il compito di capire che i primi 200 input si
riferiscono alla stessa parola;
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Figura 3.5: Schema di una rete neurale ricorrente funzionante su una sequen-
za di input xt con t ∈ [1, n]. Wx, Wh e Wy sono matrici di pesi calcolati dalla
rete.

• ogni singola dimensione è collegata con tutti i neuroni del livello suc-
cessivo, aumentando quindi di molto il numero di pesi da allenare;

• non viene presa in considerazione la sequenza con cui le parole si
presentano nel testo ed infatti la rete le analizza contemporaneamente.

Per questo motivo, il trattamento del linguaggio (e in generale, delle se-
quenze temporali) è svolto tramite le Recurrent Neural Networks (RNN, in
italiano reti neurali ricorrenti) che analizzano una parola alla volta, com-
putando l’input i-esimo facendo riferimento anche a tutto ciò che è stato
analizzato precedentemente.

3.3.1 Funzionamento di base

Partendo da un esempio relativo all’analisi del linguaggio, prendiamo un
documento composto da K parole. Per la parola t-esima, chiamiamo il suo
word vector xt ∈ Rd con t ∈ [1, n]. La RNN [22], come visibile nella Figura
3.5, è composta da n celle, ognuna delle quali può essere vista come un livello
fully-connected di n neuroni collegato a due input: xt e hi−1 dove quest’ultimo
è il risultato della computazione precedente. Definiamo quindi le matrici di
pesi Wx ∈ Rd×n e Wh, Wy ∈ Rd×d e i vettori di bias bx, bh, by ∈ Rd tali che:

ht = σh(Wxxt +Whht−1 + bh) (3.4)
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yt = σy(Wyht + by) (3.5)

utilizzando come attivazione σh le funzioni tanh o ReLU .
L’Equazione 3.4 mostra come la rete processi gli elementi in sequenza

tenendo conto di xt e del risultato della computazione precedente ht−1, for-
mando una nuova memoria. Invece, l’Equazione 3.5 calcola l’uscita della cella
RNN: ad esempio, per un task quale la Named Entity Recognition yt può in-
dicare se la parola ti-esima indica una nazione, una persona o una città. Se
invece è necessario analizzare l’intero testo, come in un task di classificazio-
ne, è sufficiente considerare l’ultima uscita yK , che viene calcolata in base a
tutta la sequenza di parole. La scelta quindi di σy può dipendere quindi dal
task considerato: se si tratta di una classificazione tra più di due classi, ad
esempio, è opportuno scegliere la funzione softmax.

È fondamentale sottolineare il fatto che le matrici di pesi e i vettori di
bias sono condivisi per tutti gli input della sequenza. Questo sfrutta il fatto
che, in linea di massima, una parola posta in un punto invece che in un
altro dello stesso documento ha lo stesso significato e dev’essere trattata allo
stesso modo. Questo accorgimento fa sì che il numero di pesi sia molto minore
rispetto a quello che si avrebbe utilizzando una fully-connected, con notevole
risparmio in termini di tempo e risorse computazionali.

Le RNN possono inoltre essere bidirezionali, cioè analizzano la sequenza
contemporaneamente nell’ordine sia in cui si presenta che al contrario. Dati
ht e hrt , con hrt che rappresenta il risultato della computazione della sequenza
in ordine inverso, l’output di una cella di una RNN bidirezionale hbt è dato
alla concatenazione di ht e hrt .

3.3.2 Long Short Term Memory

I difetti delle RNN tradizionali relativi alla difficoltà di addestramento [64]
e il fatto di non poter facilmente “dimenticare" alcune parti della sequenza
poco utili ai fini della predizione [26] hanno causato lo sviluppo e l’utilizzo
di modelli più sofisticati di reti neurali ricorrenti come le Long Short Term
Memory (LSTM) [36].
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Figura 3.6: Schema di una cella LSTM. Ogni blocco giallo rappresenta un
livello fully-connected con attivazione sigmoide (σ) o tanh

Come si può vedere in Figura 3.6, la struttura di una cella LSTM è ben
più complessa di quella di una normale RNN. Infatti questa una cella LSTM
contiene tre gate, cioè tre meccanismi che decidono se e come l’elemento xt
della sequenza può essere utile ai fini della predizione:

• il forget gate ft, che decide cosa dimenticare di quanto analizzato pre-
cedentemente (ct−1). Se prendiamo la frase A metà del XVIII secolo,
Luigi XVI sono stati re di Francia con il task di predire se soggetto
e verbo sono concordi (in questo caso, ovviamente no), la prima parte
può essere tralasciata in quanto non rilevante.

• l’input gate it che decide quanto il nuovo input xt può essere rilevante;

• l’output gate ot, che decide se la nuova memoria a lungo termine (ct)
può essere rilevante a breve termine (ht) per l’uscita.

Ognuno di questi gate è un livello fully-connected con propria matrice di
pesi, vettore di bias e funzione di attivazione. La computazione di una cella
LSTM di dimensione n è quindi data da:

ft = σ(Wf [ht−1, xt] + bf ) (3.6)

it = σ(Wi[ht−1, xt] + bi (3.7)

ot = σ(Wo[ht−1, xt] + bo) (3.8)
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ĉt = tanh(Wc[ht−1, xt] + bc) (3.9)

ct = it ∗ ĉt + ft ∗ ct−1 (3.10)

ht = tanh(ct) ∗ ot (3.11)

in cui [ht−1, xt] indica la concatenazione dei due vettori, il simbolo ∗ indica
la moltiplicazione elemento per elemento,Wf ,Wi,Wo,Wc ∈ R(n+d)×n sono le
matrici di pesi e bf , bi, bo, bc ∈ Rn i vettori di bias e σ è la funzione sigmoide. Il
vettore ĉt (Equazione 3.9) è l’elemento candidato a rappresentare la sequenza
dopo aver analizzato xt. A differenza delle normali RNN, questo però viene
moltiplicato per i gate in modo da stabilire quanto ci sia di rilevante in esso
(Equazione 3.10) e producendo il vettore ct che è la nuova memoria a lungo
termine della LSTM. L’uscita ht (memoria a breve termine) è ulteriormente
sottoposta all’output gate ot (Equazione 3.11).

Accanto alla LSTM, la Gated Recurrent Unit (GRU) [13] è un altro tipo
di rete ricorrente che utilizza un singolo update gate zt che decide quanto
mantenere dalla computazione di xt. Una cella GRU calcola un candidato a
sostituire ct allo stesso modo di ĉt e successivamente decide cosa mantenere:

ct = zt ∗ ˆct−1 + (1− zt) ∗ ct (3.12)

Diversamente dalle LSTM, nelle GRU non c’è differenza tra memoria
a lungo termine o a breve, per cui ct è l’unico elemento passato alla cella
successiva e in uscita.

In entrambi i casi, comunque, l’addestramento di una rete ricorrente ri-
chiede una notevole quantità di dati etichettati, non sempre disponibili specie
in lingue diverse dall’inglese o in settori specifici. Inoltre, al fine di ottene-
re buone prestazioni è necessaria una ricerca degli iperparametri migliori
(ad esempio, variando il numero di neuroni o le epoche di addestramento),
addestrando diversi modelli basati sulla stessa architettura. Piccole modifi-
che nell’input, come l’aggiunta di nuova informazione, può inoltre richiedere
una nuova ricerca, rendendo il processo di scelta del modello migliore molto
dispendioso in termini di tempo.



CAPITOLO 3. DEEP LEARNING PER NLP 34

Figura 3.7: Schematizzazione dell’Attention Mechanism. I vettori h1, h2...
hT sono le uscite della rete ricorrente. Figura tratta da [76].

3.4 Gli attention mechanism

Nonostante i miglioramenti dovuti all’utilizzo di celle LSTM, la capacità
di una rete ricorrente di tenere una memoria a lungo termine, e quindi di
poter collegare elementi della sequenza molto distanti tra loro, è comunque
limitata [76]. Per questo motivo, in un task come la classificazione di un
documento di K parole wt con t ∈ [1, K], l’ultima uscita della rete hK può
non essere influenzata dalle prime parole e troppo dipendente dalle ultime.

Per risolvere questo problema, sono stati sviluppati i cosiddetti Attention
Mechanism. Il primo e più conosciuto Attention Mechanism [4, 76] prende in
considerazione ogni uscita ht di una LSTM, corrispondente alla computazione
della sequenza fino a wt, e calcola dei pesi αt che rappresentano il contributo
di wt alla predizione:

ut = a(ht) (3.13)
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αt = softmax(ut) =
exp(ut)∑K
k=1 exp(uk)

(3.14)

I pesi sono calcolati applicando la funzione softmax a ut (Equazione 3.14),
ovvero a una quantità che rappresenta la relazione tra l’output finale e l’e-
laborazione della LSTM. Questa relazione è rappresentata dalla funzione a
ed è inizialmente sconosciuta, per cui viene creato un livello di rete neurale
(tipicamente con attivazione tanh) per impararla tramite il meccanismo di
backpropagation. Successivamente, l’Attention Mechanism calcola una rap-
presentazione finale del documento (context vector) come la media pesata
dell’uscita delle celle LSTM:

c =
K∑
t=1

αtht (3.15)

In Figura 3.7 è mostrata una schematizzazione dell’attention mechanism.
Come si può vedere, a ogni elemento della sequenza in uscita dalla rete ricor-
rente ht è associato un peso αt. Il calcolo di αt descritto nell’Equazione 3.14
è reso in forma grafica dalla rete neurale in alto a destra. Il nodo somma
rappresenta la computazione del context vector come media pesata.

Unendo la rete ricorrente all’attention mechanism, si passa da un insie-
me di vettori rappresentanti l’input al vettore finale c che ne rappresenta il
significato. Per questo motivo, una rete neurale formata da LSTM e Atten-
tion può essere vista come un encoder, che codifica in termini numerici un
documento o una frase. A questo punto, questa rappresentazione può essere
collegata a un livello fully-connected con attivazione softmax per un task di
classificazione o di Relation Extraction oppure rielaborata da un decoder che,
ad esempio, la può tradurre in un’altra lingua.

La variante Context Attention introdotta in [101] inserisce un ulteriore
vettore di pesi v ∈ Rn da moltiplicare con ut prima dell’esecuzione della
softmax.

Il Self-Interaction Attention Mechanism [108] opera in maniera an-
cora più complessa, usando (analogamente al Context Attention) un vettore
di pesi vi che è tuttavia diverso per ogni parola wi. In questo modo, è pos-
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Figura 3.8: Differenza tra Attention standard e Self-Interaction Attention.
Figura tratta da [108].

sibile calcolare l’interazione tra parola e il resto della frase, cioè ogni parola
wk con k ∈ [1, N ]:

αi,k = softmax(uTk vi) (3.16)

Nella Figura 3.8 è possibile vedere la differenza, in maniera molto sche-
matica, tra l’Attention standard descritto precedentemente (a sinistra) e il
Self-Interaction Attention (a destra). Come si può vedere, mentre a sini-
stra viene prodotto un singolo context vector, a destra ogni parola xi viene
associata con tutte le altre e viene prodotto un peso per ciascuna coppia.
Viene quindi calcolato un context vector per ogni parola, rappresentando
come questa interagisce con tutte le altre all’interno della frase:

ci =
K∑
k=1

αi,khi (3.17)

Eventualmente si può effettuare un’operazione di pooling per ricavare poi
un context vector finale, indicato nella figura come cf .

3.4.1 Self-Attention

Anche il meccanismo Self-Attention [92] calcola l’interazione tra tutte
le possibili parole, tuttavia ha scopi diversi e complessità ancora maggiore.
L’idea infatti è che sia sufficiente creare un modello composto da soli attention
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Figura 3.9: Procedimento del meccanismo di self-attention. In questo esem-
pio, a scopo puramente illustrativo e per semplicità del calcolo, la dimensione
iniziale del vettore dk è fissata a 64. In applicazioni reali, la dimensione è
spesso fissata a 512 o 768.

e livelli fully-connected per poter comprendere il significato di una frase o di
un documento, senza aver bisogno di una rete ricorrente.

Per cui, il Self-Attention opera direttamente sul word embedding xt ∈
Rd applicando tre matrici di pesi Wq, Wk, Wv ∈ Rd×b per ottenere tre
rappresentazioni diverse della stessa parola (query, key e value):

qt = Wqxt, kt = Wkxt, vt = Wvxt (3.18)

La dimensione d del word embedding iniziale e quella delle nuove rap-
presentazioni (b) sono a discrezione dell’utente. Molto spesso, b viene fissato
uguale a d, come in [92] in cui viene scelto il valore 512. A questo punto, per
ogni i ∈ [1, N ], possiamo calcolare l’influenza di ogni parola xi su xt:

αit = softmax

(
qtk

T
i√
d

)
(3.19)
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La nuova rappresentazione di xt, che chiamiamo zt ∈ Rb, dopo l’applica-
zione del meccanismo di self-attention che tiene quindi conto di tutto il resto
del documento pesandone le parti più o meno importanti ai fini di definire
meglio il significato di xt, è data dalla media pesata delle rappresentazioni
value:

zt =
N∑
i=1

αitvt (3.20)

Considerando solamente due parole, Thinking e Machines, la Figura 3.9
(tratta, come le seguenti in questa sezione e nella prossima, dall’articolo di-
vulgativo in [1]), mostra passo dopo passo la computazione del self-attention
per la prima delle due. Dopo aver calcolato le rappresentazioni query (q1 e
q2), key (k1 e k2) e value (v1 e v2), vengono calcolati due score come prodotto
scalare tra le rappresentazioni query e key. Questi vengono successivamente
divisi per 8, ovvero la radice quadrata della lunghezza della rappresentazione
originale, in questo caso, 64 (un numero totalmente arbitrario, scelto prin-
cipalmente per semplicità di calcolo, i valori standard sono 512 o 768). Ai
due score viene poi applicata la funzione softmax (vedasi Equazione 3.19) e
il risultato viene moltiplicato per v1 e v2 che, sommati, fanno z1.

3.4.2 Transformer e BERT

Il modello Transformer [92] e le architetture da esso derivate come BERT
[103], che trattano il linguaggio senza l’ausilio di reti ricorrenti, hanno rag-
giunto risultati che sono il nuovo stato dell’arte per i principali task di Na-
tural Language Processing. In questi modelli molto complessi, un solo self-
attention non è sufficiente. Per questo motivo vengono messi in parallelo un
numero arbitrario m di questi meccanismi (di solito 8, 12, 16 o 24), creando il
cosiddetto Multi-Head Self-Attention. Alla fine di questo procedimento
quindi un documento è rappresentato da m matrici Zm ∈ RN×b in cui ogni
riga è una rappresentazione zmt data dal m-esimo self-attention.

Nella Figura 3.10 è possibile vedere a grandi linee il funzionamento: ognu-
na delle 8 head opera in parallelo su un documento composto da solamente
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Figura 3.10: Schematizzazione del Multi-Head Self-Attention. Ogni head
produce le proprie rappresentazione query, key e value e trasforma x in una
propria versione zi. Queste poi vengono concatenate e moltiplicate per la
matrice W 0 per trovare quindi la rappresentazione finale z.

due parole, producendo una loro rappresentazione resa graficamente dalle
matrici Z0, Z1 ecc. che infatti possiedono due righe ciascuna. La rappresen-
tazione finale Z del multi-head attention è data dalla concatenazione delle
singole matrici Zi e dalla moltiplicazione con una matrice di pesi W 0.

Il Multi-Head-Attention è solo la prima parte di un blocco del model-
lo Transformer. Una rappresentazione grafica dell’intero blocco è visibile
in Figura 3.11. Infatti, questo comprende anche la somma tra la vecchia
rappresentazione X e quella nuova Z e la seguente normalizzazione. Succes-
sivamente, il risultato di questa operazione, che chiamiamo per comodità Ẑ,
diviene l’input di un livello feedforward. Il risultato di questo livello viene
risommato a Ẑ, finalmente concludendo l’esecuzione del blocco, che ha di
fatto elaborato e rielaborato la rappresentazione delle parole tenendo conto
più volte del contesto del documento.

Ognuno di questi blocchi compie un passo al fine di comprendere il si-
gnificato del documento, per cui l’intero modello si compone di una serie di
blocchi (da un minimo di 4 a un massimo di 32) per arrivare al risultato finale,
cioè un vettore di numeri che rappresenti il documento. Questo encoder può
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Figura 3.11: Singolo blocco di un modello Transformer, composto dal Multi-
Head-Attention seguito da operazioni di somma e normalizzazione e da un
livello feedforward.

essere collegato a livelli fully-connected per la classificazione oppure essere
seguito da un decoder fatto alla stessa maniera che, dal vettore di numeri,
ricostruisca il documento in un’altra lingua.

Come si può comprendere, l’addestramento di uno di questi modelli è
estremamente complicato e richiede capacità, risorse computazionali e quan-
tità di dati molto elevate e decisamente superiori rispetto a quelle per l’ad-
destramento di un modello basato su reti ricorrenti. Per questo motivo, la
pratica comune è reperire un modello pre-allenato e adattarlo, tramite il pro-
cesso di fine tuning, ai propri scopi. Tuttavia, anche quest’ultima fase può
risultare molto dispendiosa.

I modelli basati su Transformer hanno ottenuto risultati considerevoli
in NER, Relation Extraction e classificazione. In particolare, uno dei più
famosi e utilizzati è BERT [103] (Bidirectional Encoder Representations from
Transformer) anche grazie al suo particolare training che comprende due task
distinti:
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• Il Mask Language Model. Data una frase, ne vengono opportuna-
mente mascherati (ovvero sostituiti con un simbolo speciale che denota
l’assenza di informazione) alcuni token. Il compito del modello è riusci-
re a predire correttamente questi token, confrontandosi con la versione
della frase senza mascheramento, in un procedimento simile a quello di
Word2Vec.

• Il Next Sentence Prediction. Per adattare ancora meglio BERT ai
task a doppia sequenza come il Question Answering, viene creato un
dataset formato da coppie di frasi con un’etichetta binaria che rappre-
senta se le due frasi appaiono consecutivamente in uno dei documenti
del corpus.

Mentre la versione originale di BERT è allenata con documenti generici,
come articoli di giornale o pagine di Wikipedia, ne esistono anche versioni
più specifiche per il linguaggio scientifico o biomedico, come BioBERT [46].

3.4.3 Interpretabilità dell’Attention

Con lo sviluppo di modelli basati su reti ricorrenti e attention mecha-
nism, la capacità di quest’ultimo di porre maggiore rilievo su alcune parti
dell’input è stata vista come un grande passo avanti nell’interpretabilità del
deep learning nel NLP. Questo anche a causa della difficoltà di applicare me-
todi classici come la gradient-based explanation [31], che studia la variazione
del gradiente utilizzato durante la backpropagation in base all’input, o LIME
(Local Interpretable Model-Agnostic Explanation) [80], che controlla come la
perturbazione dell’input (come rimuovere una o più parole) cambi il risultato
del modello.

La visualizzazione dell’attention mechanism è stata studiata e applicata,
sia per le RNN [52] che per i modelli basati su Transformer [94], per com-
prendere il funzionamento interno del modello, i suoi errori e i suoi punti
di forza [47]. Tuttavia, è ancora oggetto di discussione se il risultato del-
l’attention mechanism sia veramente attendibile e possa essere davvero uti-
le ai fini dell’interpretabilità. L’articolo "Attention is not explanation" di
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Jain e Wallace [38] utilizzando diversi dataset e task di NLP (classificazio-
ne binaria, question answering, riconoscimento di contraddizioni), ha infatti
mostrato come si possa costruire una distribuzione alternativa o addirittura
una contro-distribuzione (cioè una che differisce fortemente da quella inizia-
le) dei pesi αt dell’attention mechanism in modo tale che il sistema, pure
“concentrando l’attenzione" su altre sezioni del documento fornisse la stessa
predizione. Chiaramente, se il sistema fornisce la stessa predizione pur ba-
sandosi su sezioni del documento di significato molto diverso, la distribuzione
dell’attention non può essere utilizzata per un’interpretazione plausibile.

Tuttavia, l’articolo stesso fa notare che i dataset biomedici coinvolti nel-
l’esperimento Twitter Adverse Drug Reaction, MIMIC ICD9 (Diabetes) e
MIMIC ICD9 (Anemia) hanno un comportamento diverso. Nei primi due,
ad esempio, i pochi token che indicano la classe positiva sono riconosciuti
dall’attention e questa spiegazione concorda con altre forme di interpretazio-
ne utilizzate. Inoltre, per tutti e tre i dataset, perturbare la distribuzione
dell’attention porta a grandi modifiche nella predizione.

Altri difetti di questo approccio sono stati rilevati dall’articolo "Attention
is not not explanation" di Wiegreffe e Pinter [98], sia per quanto riguarda
come la contro-distribuzione è stata costruita, sia per quanto riguarda da-
taset e task scelti. In diversi di questi, infatti, l’introduzione dell’attention
non porta ad alcun beneficio nel modello che otterrebbe gli stessi risultati
con solamente un livello LSTM. Per questo motivo quindi non ci si può at-
tendere che i pesi dell’attention mechanism siano allenati in modo tale da
risultare utili al task e quindi all’interpretazione [91]. Gli autori di questo
articolo quindi, sulla base dei loro esperimenti, riaffermano come l’attention
mechanism possa indicare l’importanza dei token ai fini della predizione.

L’articolo in [91] divide il problema dell’interpretabilità dell’attention in
due casi distinti:

• i task a singola sequenza, cioè quelli che formulano una predizione
rispetto a una singola frase o a un documento come la classificazione o
la relation extraction;

• i task a doppia sequenza che prevedono due input: nel caso del question
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answering, ad esempio, oltre alla domanda, formulata in linguaggio
naturale, il sistema riceve anche il documento da cui estrarre la risposta.

I loro esperimenti di alterazione della distribuzione dei pesi mostrano co-
me l’attention sia più rappresentativo nel secondo caso mentre, per i task a
sequenza singola, abbia una funzione più che altro di gate, cioè possa rap-
presentare semplicemente quali input possano essere considerati e quali no.
Mentre questo può non essere sufficiente per l’interpretabilità tout court, a
nostro giudizio può risultare comunque utile per alcuni task e alcune categorie
di input [37].

Va inoltre ricordato come, sebbene venga spesso utilizzato per capire l’im-
portanza dei singoli token, l’attention mechanism lavori non direttamente sui
word vectors ma sugli output della LSTM [69] che, come già detto in que-
sto capitolo, dipendono anche da token precedenti e, nel caso bidirezionale,
perfino dai seguenti. Parte dell’informazione contenuta in un token la cui
uscita della corrispondente cella LSTM è stata resa poco importante dalla
perturbazione dei pesi può comunque essere sopravvissuta nelle celle adiacen-
ti. Gli esperimenti di [69] e [98] mostrano come, in assenza di reti ricorrenti,
le prestazioni si abbassano drasticamente alterando l’attention.

Per quanto riguarda invece i modelli basati quasi solo esclusivamente
sull’attention come Transformer o BERT, l’analisi di come operano inter-
namente è ancora agli albori con risultati interessanti e da approfondire
[87].



Capitolo 4

Classificazione di referti
radiologici

In questo capitolo verrà descritto come sono state applicate le tecniche
di deep learning e NLP su un problema di analisi di testi clinici in lingua
italiana: la classificazione gerarchica di referti radiologici.

Questo progetto è iniziato nel 2015 come collaborazione tra l’Università
degli Studi di Brescia, la Fondazione Bruno Kessler e gli Spedali Civili di
Brescia e parte dalla considerazione che ogni giorno, negli ospedali, vengo-
no raccolti, sotto forma di testo clinico, grandi quantità di dati che possono
essere impiegati per estrarre conoscenza utile a fini logistici, di organizza-
zione ospedaliera, di raccolta di casi clinici a fini di ricerca e didattica ecc.
Questa mole di dati totalmente non strutturati, tuttavia, per essere sfrut-
tata dagli esseri umani richiede notevoli quantità di tempo e di esperienza,
per cui si sono studiate tecniche per rendere disponibile queste informazio-
ni in forma aggregata attraverso l’analisi del linguaggio e l’apprendimento
supervisionato.

4.1 Descrizione dei dati

Un referto è un documento testuale prodotto dall’analisi di un’immagine
ottenuta mediante l’esecuzione di un esame radiologico come la Tomogra-

44
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Figura 4.1: Esempio di referto radiologico. In blu, l’intestazione del referto,
in rosso la sezione relativa al torace, oggetto della nostra analisi. In nero, le
parti non considerate dalla nostra applicazione.

fia Computerizzata (TC) o la Radiografia (RX). Sebbene fondamentalmente
un referto si componga di testo libero, ci sono alcune linee guida per de-
scrivere i rilievi riscontrati nell’immagine in modo tale che il referto possa
essere utilizzato come strumento di comunicazione tra un medico e l’altro e,
documentando effettivamente lo stato del paziente, per confronti a distanza
di tempo. Una di queste linee guida è la suddivisione in sezioni standard,
ognuna dedicata a un settore del corpo umano quali il torace, l’addome o
l’encefalo.

In questa applicazione [24, 25, 72], i referti analizzati provengono diret-
tamente dal Reparto di Radiologia Diagnostica 2 diretto dal prof. Roberto
Maroldi e il focus dell’analisi è sui rilievi riscontrati nel torace e sulla neo-
plasia polmonare. In Figura 4.1 mostriamo un esempio di referto radiologico
in cui è possibile notare alcune caratteristiche salienti del testo clinico e del
referto radiologico (confronta anche la Sezione 2.2) quali:

• la suddivisione in sezioni: l’intestazione del referto che solitamente con-
tiene dettagli su come l’esame è stato eseguito (TC, RX, con o senza
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mezzo di contrasto e di che tipo, eventuali precedenti per confronto) e
le sezioni relative al torace, addome e encefalo segnalate dalla presenza
del nome in maiuscolo e dai due punti;

• la scarna struttura della frase: ad esempio in “Invariati linfonodi nel
mediastino ed in sede ilare” non c’è predicato verbale e non c’è l’articolo
prima di linfonodi;

• acronomi e convenzioni, come ad esempio “mdc ev ” che sta per mezzo
di contrasto per somministrazione endovenosa;

• difficoltà di tokenizzazione e incongruenze, ad esempio la parola “ilo-
peri-ilare” (divisibile in tre token, visti i due trattini) in altri referti può
essere anche scritta come “ilo-perilare” (divisibile in due token); altre
incongruenze possono essere presenti nelle dimensioni di noduli lesioni,
ad esempio in “43x22 vs 64x49mm” l’unità di misura è presente solo
nella seconda dimensione;

• il linguaggio tecnico e fortemente specializzato, con termini come “ate-
lettastici ” e “necrotico-colliquato” che difficilmente possono essere ri-
scontrati all’interno dei corpus generici con cui di solito si addestrano
i modelli di Machine Learning.

4.1.1 Schema di classificazione

La nostra applicazione si propone di classificare i referti secondo diversi
aspetti rilevanti, considerando diverse caratteristiche dell’esame fatto e dei
rilievi riscontrati. Per questo motivo, non è stata definita una classificazione
semplice, come ad esempio la scelta di un valore tra un insieme di opzioni, ma,
con l’ausilio dei radiologi degli Spedali Civili di Brescia, una classificazione
gerarchica fatta da più livelli in relazione tra loro.

Come si può vedere in Figura 4.2, lo schema di classificazione è composto
da quattro livelli:
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Figura 4.2: Schema di classificazione per referti radiologici, composto da
quattro livelli. Le frecce indicano il valore che un livello può assumere, dato
quello precedente.

1. Tipo Esame, che può assumere i valori Primo Esame, nel caso il
paziente sia stato esaminato per la prima volta, o Follow-Up, nel caso
in cui il paziente sia stato richiamato per un ulteriore controllo.

2. Risultato, che offre una valutazione dello stato finale del paziente e
che può assumere i valori Positivo o Negativo nel caso il referto sia
un Primo Esame, oppure Negativo, Stabile o Progressione Recidiva nel
caso il referto sia un Follow-Up.

3. Natura Lesione che valuta se le lesioni descritte nel referto siano di
tipo Neoplastico, Natura Dubbia o Non Neoplastico.

4. Sito Lesione, che indica dove si trovano le lesioni riscontrate e che
può assumere i valori Polmone, Pleura e Mediastino. Diversamente dai
precedenti, questo livello può assumere anche più valori contempora-
neamente.

Nella medesima figura si possono vedere anche delle frecce tra un livello
e l’altro. Ogni freccia indica il valore che un referto può assumere, nel livello
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successivo, dato il valore di quello precedente. Queste relazioni gerarchiche
possono essere formalizzate attraverso le seguenti regole (anch’esse formulate
dai radiologi):

1. Nel caso di un Primo Esame, se viene riscontrato almeno un sospet-
to di lesione neoplastica (Neoplastico o Natura Dubbia), il risultato
dev’essere obbligatoriamente Positivo.

2. Un Primo Esame può essere classificato Positivo anche se non c’è so-
spetto di lesione neoplastica, nel caso di presenza di polmonite, embolia
polmonare o altre patologie simili. Chiamiamo questi casi i Positivi
Non Neoplastici.

3. Dato che i Follow-Up sono prescritti esclusivamente per monitorare le
condizioni di pazienti neoplastici, se nel referto non viene riscontrato
almeno un sospetto di lesione neoplastica, il risultato deve assumere il
valore Negativo. Questo vale anche per i casi di polmonite e embolia
polmonare.

4. I referti classificati con risultato Progressione Recidiva, possono esclu-
sivamente avere come Natura Lesione il valore Neoplastico.

4.2 Il sistema basato sulle annotazioni

Il primo sistema progettato (prima dell’inizio della mia attività di dotto-
rato) per la classificazione gerarchica di referti radiologici prevedeva l’utilizzo
di annotazioni manuali ed è stato approfonditamente descritto in [24, 25].

Questa tecnica richiede che i radiologi, o in generale gli esperti del dominio
dell’applicazione, oltre a classificare il documento ne annotino anche le parti
più importanti in modo tale da “giustificare" la classificazione scelta. Dato
che si tratta di una classificazione a più livelli, questo processo va svolto
per ogni livello: ad esempio, prendendo il referto in Figura 4.1, l’espressione
confrontato con precedente del 1/9/2017 viene annotata in quanto utile per
indicare che il referto è un Follow-Up, mentre invece lesione solida nella
lingula in sede ilo-peri-ilare viene annotata per la Natura Lesione.
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Chiaramente, se già di per sè la classificazione è un impegno gravoso,
l’annotazione richiede ancora più tempo e sforzo da parte degli esperti del
dominio. Per questo motivo, il dataset iniziale del sistema basato sulle an-
notazioni (che d’ora in avanti verrà chiamato dataset annotato) è composto
solamente di 346 referti selezionati con l’ausilio dei radiologi, di cui 278 uti-
lizzati per l’addestramento degli algoritmi di machine learning e 68 per la
fase di testing.

Dato un referto appartenente al test set (quindi non annotato), il sistema
prevedeva i seguenti passi:

1. La fase di pre-processing con l’ausilio del tool di NLP per la lingua
italiana TextPro [67] che comprende l’estrazione dei lemmi, l’analisi morfo-
logica, il Part-of-Speech tagging, l’identificazione di espressioni temporali e
numeriche e il riconoscimento di negazioni. Questo tool rappresenta quindi
una parola tramite una serie di feature testuali (il lemma, il genere, il numero,
la presenza di negazioni, il POS-tag ecc.).

2. L’annotazione automatica, con l’algoritmo Conditional Random
Fields (CRF) [44] addestrato con le annotazioni manuali dei 296 referti di
training. Questo algoritmo prende in input le feature prodotte da TextPro e
classifica ogni token come appartenente o meno a un’espressione rilevante per
la classificazione del referto. Per ogni livello di classificazione, viene quindi
addestrato un modello CRF con il compito di evidenziare automaticamente
le espressioni rilevanti per quel particolare livello. Il training set di questi
modelli sono le annotazioni manuali del livello considerato.

3. La classificazione delle annotazioni: una volta evidenziate le par-
ti salienti di un referto per la classificazione di un livello, queste vengono
rappresentate tramite il modello Bag-of-words ed elaborate da un algoritmo
di Machine Learning (Decision Tree, Support Vector Machine, Multi-layer
Perceptron, Naive Bayes e Random Forest) con il compito di decidere quale
valore del livello assegnare all’annotazione. Ad esempio, l’espressione lesione
solida nella lingula in sede ilo-peri-ilare rilevante per la Natura Lesione viene
classificata con il valore Neoplastico. Nella costruzione del training set, tutte
le espressioni annotate per un livello ottengono il valore di classificazione del
referto per quel livello.
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4. La derivazione della classificazione del referto. Date quindi una
serie di annotazioni, ognuna con la propria classificazione, una serie di regole
permettono di derivare il valore complessivo del referto. Ad esempio, se nel
referto sono presenti al terzo livello un’annotazione di valore Neoplastico e
una di valore Natura Dubbia, si considera il caso peggiore e quindi il valore
finale del referto per il livello Natura Lesione è Neoplastico.

4.2.1 Problemi relativi al sistema

Nonostante i risultati iniziali fossero promettenti, una volta che il sistema
è stato testato nel funzionamento quotidiano del reparto di Radiologia degli
Spedali Civili di Brescia, le prestazioni sono state peggiori del previsto.

Ad un’analisi più dettagliata [72], condotta all’inizio del mio dottorato,
sono stati riscontrati i seguenti problemi:

• Data la difficoltà e la quantità di tempo richiesta per l’annotazione di
un referto, la selezione di 346 referti annotati da un solo radiologo non è
sufficiente per cogliere tutti gli aspetti del problema, che richiederebbe
un dataset più grande e soprattutto annotato da più radiologi.

• Dato che il paziente ha la possibilità di leggere il referto medico relativo
al proprio esame, il medico tende a scrivere il testo del referto in modo
prettamente tecnico, annotando i rilievi riscontrati ma spesso senza
formulare una diagnosi netta.

• L’incompletezza dell’annotazione del referto, ovvero l’esperto ha la ten-
denza ad annotare esclusivamente quanto basta per giustificare la classi-
ficazione, tralasciando altre parti di testo che avrebbero potuto portare
alla medesima conclusione. Ad esempio, sempre facendo riferimento al
referto nella Figura 4.1, sia la lesione solida nella lingula in sede ilo-
peri-ilare che l’incremento dimensionale di un nodulo possono essere
importanti per l’attribuzione del valore Neoplastico al livello Natura
Lesione, eppure in molti casi solo una delle due viene annotata (molto
spesso, la prima che compare nel testo). Questo fa sì che in un refer-
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to non annotato, la seconda espressione possa non venire riconosciuta
come rilevante.

• L’incompletezza delle espressioni annotate, ovvero il fatto che un’e-
spressione che descrive un rilievo radiologico, e quindi un concetto im-
portante per l’analisi del referto, non viene annotata completamente.
Ad esempio, mentre l’espressione nodulo a margini netti è sovente l’e-
sempio di una lesione di tipo Non Neoplastico o di un referto Negativo,
l’espressione nodulo a margini irregolari e spiculati o il fatto che le
sue dimensioni siano aumentate possono invece indicare la presenza di
una lesione di tipo Neoplastico. Molto spesso, tuttavia, l’annotazione
manuale riguarda esclusivamente il termine nodulo escludendo le sue
caratteristiche. Questo significa avere la stessa espressione classificata
con valori diversi e quindi la presenza di incertezza nell’algoritmo di
machine learning per la classificazione delle annotazioni.

• Questo è oltretutto aggravato dal fatto che l’algoritmo CRF per l’an-
notazione automatica ha una capacità limitata di riconoscere espres-
sioni lunghe [44]. Per cui, mentre è sicuramente in grado identificare
il rilievo (nodulo, lesione, ecc.), ha maggiori difficoltà nel collegarne le
caratteristiche, seppure queste siano essenziali per l’analisi.

4.3 Il sistema basato su deep learning

La fase di test del sistema basato sulle annotazioni prevedeva che, subito
dopo la scrittura del referto, il sistema fornisse la classificazione automatica
in pochi secondi e che il radiologo validasse questo risultato apportando le
eventuali modifiche con l’ausilio di un’interfaccia grafica. Dal novembre 2017
al gennaio 2019 quindi sono stati classificati dai radiologi, validando o cor-
reggendo la classificazione automatica fornita dal sistema, 5752 referti presi
direttamente dall’attività quotidiana del reparto, il cosiddetto dataset di pro-
duzione. Questi nuovi documenti si vanno ad aggiungere ai 346 utilizzati per
il sistema basato sulle annotazioni.
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Dataset Annotato Dataset Produzione
Tipo Esame Primo Esame 136 2061

Follow-Up 210 3691
Ris. (P.E.) Positivo 120 798

Negativo 16 1263
Ris. (F.U.) Prog. Rec. 54 696

Stabile 79 784
Negativo 77 2211

Natura Les. Neoplastica 161 1005
Natura Dub. 29 609
Non Neopl. 54 691

Sito Les. Polmone 188 2042
Pleura 19 152
Mediastino 40 300

Tabella 4.1: Distribuzione dei referti nelle diverse classi dello schema per
il dataset annotato (346 referti in totale) e per quello di produzione (5752
referti).

Questi nuovi referti non potevano essere tuttavia utilizzati per ampliare il
training set del sistema basato sulle annotazioni manuali, in quanto presenta-
no solo le etichette di classificazione poste dai medici ma non le annotazioni
delle espressioni più rilevanti. Stanti anche i problemi relativi alle annotazio-
ni descritti nella Sezione 4.2.1, si è deciso quindi di creare un nuovo sistema
che non necessitasse di un procedimento lungo e costoso quale l’annotazione
manuale e che prendesse in input direttamente il testo del referto. Per fare
ciò, è stato necessario l’impiego di tecniche di deep learning quali il word
embedding e le reti LSTM.

Nella Tabella 4.1, viene mostrata la distribuzione dei referti, per tutti
i livelli e le classi definite nello schema di classificazione. Possiamo subito
notare una significativa differenza: nel dataset annotato i referti negativi sono
la minoranza (specialmente nel caso dei primi esami, con solo 16 esempi su
136), mentre sono oltre il 60% nel dataset di produzione. Anche per quanto
riguarda il livello Natura Lesione, c’è una significativa differenza: nel dataset
annotato i referti neoplastici sono oltre il 65% del totale, mentre in quello di
produzione non raggiungono il 45%. Non c’è invece significativa differenza
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tra i due dataset per quanto riguarda il numero di parole: la lunghezza media
è di 120 parole e l’80% dei referti ne contiene meno di 250. Tuttavia, circa il
5% dei referti è molto più lungo, con 400 parole o più.

In questa sezione, presentiamo i componenti principali del nuovo sistema,
che abbiamo descritto approfonditamente in [72], e come sono stati costruiti
i modelli di deep learning che fornissero una classificazione gerarchica che
rispettasse le indicazioni poste dai radiologi. Per l’addestramento del siste-
ma di deep learning è stato utilizzato il dataset di produzione, sia perchè i
valori di classificazione sono stati assegnati dagli stessi medici che andranno
poi ad utilizzare il sistema, sia per la diversa distribuzione dei due dataset
e, infine, per poter usufruire del dataset annotato come ulteriore test set,
completamente indipendente dai referti usati per il training.

4.3.1 Pre-processing e rappresentazione dell’input

Per riuscire a passare dal testo libero del referto ad un input per una
rete neurale, occorre svolgere una fase di pre-processing che si compone delle
seguenti fasi:

1. Identificazione delle sezioni: dato che, come abbiamo visto nell’e-
sempio in Figura 4.1, un referto si può comporre di diverse sezioni,
ognuna dedicata a una specifica parte del corpo, e che la nostra appli-
cazione si concentra solo sul torace, la prima fase riguarda l’individua-
zione delle sezioni rilevanti. Con un algoritmo basato sulle espressioni
regolari e progettato appositamente per la struttura dei referti, ven-
gono selezionate: l’intestazione del referto, contenenti le specifiche di
come è stato eseguito e con cosa viene eventualmente confrontato, la
sezione relativa al torace o comunque ogni sezione non etichettata co-
me appartenente ad un’altra parte del corpo, e le eventuali conclusioni
(presenti tuttavia solo in una minoranza dei referti considerati).

2. Suddivisione in frasi, tokenizzazione e POS-tagging: successi-
vamente, è stato utilizzato il tool di NLP spaCy1 per procedere con

1https://spacy.io
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la suddivisione del documento nelle singole frasi che lo compongono,
con la tokenizzazione e il Part-of-Speech tagging. Non essendo dispo-
nibili moduli di NLP specializzati per testi clinici o biomedici in lingua
italiana e non avendo a disposizione alcun testo con la suddivisione
in token e il POS per allenare un nostro modello, è stato utilizzato
“it_core_news_sm" realizzato per la lingua italiana e allenato con un
corpus generico di articoli di giornale. Trattandosi di un modello ge-
nerico, alcune parole ed espressioni relativa al gergo radiologico non
vengono tokenizzate o etichettate con il PoS tag in modo corretto. Per
questo motivo, al modello sono state aggiunte alcune espressioni rego-
lari e associazioni tra parola e PoS per evitare errori in termini ritenuti
fondamentali per la nostra applicazione. Ad esempio, alla parola ade-
nopatia è stato associato il PoS NOUN in quanto il termine è un nome
comune.

3. Standardizzazione della lunghezza: dato che la necessità pratica
del funzionamento dei modelli di classificazione richiede un input di
dimensione fissa, abbiamo definito un numero massimo di parole che
un referto può contenere. Dato che nel nostro dataset il 95% dei referti
contiene meno di 450 parole, abbiamo fissato la lunghezza massima a
450. Se un referto supera questa lunghezza, vengono rimossi articoli,
congiunzioni e preposizioni fino a raggiungere il numero di parole de-
siderato. Qualora il referto, dopo questa procedura, ecceda ancora la
lunghezza massima, vengono selezionate le prime 450 parole. Questo
tuttavia accade solo nello 0.7% dei casi.

L’input dei nostri modelli di classificazione viene quindi costruito utiliz-
zando un modello di word embedding. Non avendo a disposizione un modello
pre-addestrato per i testi clinici in lingua italiana, ma essendo in possesso di
un dataset composto da oltre 6.000 referti classificati e oltre 10.000 referti non
classificati forniti dall’ospedale, abbiamo allenato un modello Word2Vec (nel-
la versione Skip-Gram, che è quella considerata dalla libreria Gensim 2) [57]
che permettesse la rappresentazione delle parole come word vector nell’ambi-

2https://radimrehurek.com/gensim/
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Figura 4.3: Blocco Classificatore. La matrice di word vectors e POS em-
bedding viene elaborata dal livello bidirezionale LSTM e dall’Attention
Mechanism. L’uscita è calcolata con un livello fully-connected.

to della radiologia in lingua italiana. Ogni parola viene quindi rappresentata
come un vettore di 200 numeri reali. A questo vettore viene concatenato il
POS vector, ovvero un vettore di 4 posizioni rappresentante il Part-of-Speech
della parola. Il modello per il POS embedding è stato costruito esattamente
come quello di word embedding utilizzando però la sequenza di POS, al posto
della sequenza di parole, come esempi di training.

Per ogni referto quindi costruiamo una matrice di dimensione 450×204 in
cui ad ogni parola, cioè ad ogni riga della matrice, corrisponde un word vector
e un POS vector. Nel caso un referto sia composto da meno di 450 parole,
lo spazio rimanente viene riempito da vettori di 204 zeri con la cosiddetta
tecnica di padding.

4.3.2 Il Blocco Classificatore

Lo schema di classificazione proposto dai radiologi (Figura 4.2) propo-
ne una forma di analisi del referto che comprenda diversi aspetti e diversi
concetti da estrarre dal testo, collegati tra loro tramite regole gerarchiche.

Per questo motivo, seguendo l’esempio del sistema basato sulle annota-
zioni e stante anche il numero relativamente basso di referti, si è deciso di
non costruire un singolo modello che fornisse l’intera classificazione livello
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per livello. Invece, si è deciso di costruire un modello fatto da blocchi, ognu-
no responsabile di catturare un concetto, da cui successivamente derivare la
classificazione secondo lo schema.

Come visibile nella Figura 4.3, ognuno di questi blocchi classificatori è
composto da:

• un livello LSTM bidirezionale (Sezione 3.3.2) che elabora l’intero referto
nell’ordine originale delle parole e al contrario;

• un Attention Mechanism (Sezione 3.4) che assegna dei pesi a ognuno
dei token che compongono il referto, potenzialmente in base alla loro
importanza;

• un livello fully-connected, con attivazione softmax o sigmoide a seconda
dei casi, responsabile di fornire in output la predizione finale.

Essendo la rappresentazione già costruita su referti radiologici dello stes-
so tipo, la matrice di word vector in input al blocco classificatore non è
modificata durante il training del modello.

4.3.3 I modelli gerarchici

In questa sezione, presentiamo tre modelli, di crescente complessità, per
la classificazione gerarchica di referti radiologi, composti tramite la combi-
nazione di blocchi classificatori.

4.3.3.1 Modello 1

Il Modello 1 (Figura 4.4) è il più semplice dei tre e unisce le due configu-
razioni del Risultato, quella per i Follow-Up e quella per i Primo Esame. Si
compone di 3 blocchi, uno per livello:

• il Blocco Tipo Esame che identifica se un referto è Primo Esame o
Follow-Up, e viene allenato utilizzando l’intero training set;

• il Blocco Risultato Esame che indica se il referto è Negativo, Posi-
tivo, Stabile o Progressione Recidiva, anche questo allenato con l’intero
training set;
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Figura 4.4: Modello 1. Ogni quadrato rappresenta un blocco classificatore.
Due blocchi indipendenti classificano il Tipo Esame e il Risultato. I Non
Negativi vengono elaborati dal blocco Natura Lesione.

• il Blocco Natura Lesione, che indica se il referto è Non Neoplastico,
Natura Dubbia o Neoplastico, allenato solo con i referti di training il cui
risultato non è Negativo. Se un referto di test viene classificato come
Positivo, Stabile o Progressione Recidiva, allora viene analizzato anche
da questo blocco.

Da notare come questo modello non rispetti la gerarchia, in quanto i
primi due blocchi sono completamente indipendenti tra loro. Infatti, nulla
vieta al modello di fornire una classificazione come Follow-Up per il livello
Tipo Esame e Positivo per il livello Risultato, cosa che è impossibile secondo
lo schema. Tuttavia, nella sua semplicità, il Modello 1 può essere facilmente
implementabile e, per questo motivo, può anche essere considerato come
punto di partenza con cui confrontare modelli più complessi. Inoltre, la sua
conformazione può essere facilmente adattata per altri problemi basati su
referti medici che non prevedono due risultati diversi se è stato svolto un
primo esame oppure un follow-up.

4.3.3.2 Modello 2

In accordo a quanto definito nello schema di classificazione (Figura 4.2),
il Modello 2 divide la predizione del Risultato in due blocchi distinti (Figura
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Figura 4.5: Modello 2. In questo modello, due blocchi diversi classificano il
Risultato in base alla classificazione Blocco Primo Esame.

4.5):

• il Blocco Primo Esame, che indica se un referto è Positivo o Negativo
ed è allenato solo con i Primo Esame del training set;

• il Blocco Follow-Up, che indica se un referto è Negativo, Stabile o
Progressione Recidiva, ed è allenato solo con i Follow-Up del training
set.

Nella fase di test, se un referto è classificato come Primo Esame dal Blocco
Tipo Esame, allora viene analizzato dal Blocco Primo Esame, altrimenti
dal Blocco Follow-Up. Affinchè i referti vengano poi esaminati dal Blocco
Natura Lesione, è necessario che siano etichettati come Positivi, Stabili o
Progressione Recidiva.

In questo modello, contrariamente al Modello 1, la particolare conforma-
zione dello schema è stata incorporata nella struttura, introducendo quindi
un blocco in più. Un potenziale vantaggio di questo modello è che il Blocco
Primo Esame e il Blocco Follow-Up possono specializzarsi. Se nel nostro caso
non esistono particolari differenze tra i referti di una categoria e l’altra, in
vista di un’applicazione in cui queste differenze sussistono il Modello 2 può
essere una scelta adeguata.
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Figura 4.6: Modello 3. Il Risultato è calcolato mediante la combinazione,
attraverso le regole definite dai radiologi, dei risultati di tre blocchi: quello
Tipo Esame, quello Sospetto e quello dei Positivi Non Neoplastici, e nel caso
dei Follow-Up dal blocco Stabile o Progressione Recidiva.

4.3.3.3 Modello 3

Mentre i precedenti due modelli sono solo vagamente basati sulla cono-
scenza fornita dai radiologi, il Modello 3 (Figura 4.6) segue le regole che
abbiamo descritto nella Sezione 4.1.1 ed è il più complesso dei tre.

Innanzitutto, come accade negli altri due modelli, ilBlocco Tipo Esame
identifica se un referto è un Primo Esame o un Follow-Up. Successivamente,
seguendo le regole definite nella Sezione 4.1.1, abbiamo introdotto il Blocco
Sospetto con l’obiettivo di identificare se un referto è sospettato di conte-
nere la descrizione di una lesione di tipo neoplastico. Questo ci permette di
individuare i referti più problematici senza le complicazioni dovute ai valori
diversi del risultato per Primo Esame e Follow-Up e alla valutazione della
stabilità delle condizioni del paziente. Questo blocco è allenato con l’intero
training set ri-etichettato come segue:

• se il Risultato del referto è Negativo, sia per i Primi Esami che per i
Follow-Up, il referto è considerato Non Sospetto;
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• se il Risultato è Stabile o Progressione Recidiva, il referto è considerato
Sospetto;

• se il Risultato è Positivo, si controlla il livello Natura Lesione: se il
valore è Natura Dubbia o Neoplastico, allora il referto è considerato
Sospetto, se il valore è Non Neoplastico Non Sospetto.

Seguendo la Regola 3 della Sezione 4.1.1, se un Follow-Up è classificato
Non Sospetto, possiamo automaticamente derivare che il valore del Risultato
è Negativo.

Seguendo la Regola 1, se un Primo Esame è classificato come Sospetto,
il Risultato è Positivo. Tuttavia, dato che alcuni Primo Esame sono con-
siderati Positivi anche senza il sospetto di una lesione di tipo neoplastico
(Regola 2), abbiamo progettato il Blocco Positivi Non Neoplastici per
riconoscere questi casi particolari, anche questo allenato con tutto il training
set opportunamente ri-etichettato. Quindi, se un Primo Esame è riconosciu-
to come Sospetto o come Positivo Non Neoplastico, il risultato può essere
automaticamente derivato come Positivo; altrimenti, il risultato è Negativo.

Successivamente, per i Follow-Up non classificati come Negativo, è neces-
sario capire se siano di valore Stabile o Progressione Recidiva. Per fare ciò,
abbiamo introdotto un ulteriore blocco (Blocco Stabile o Prog. Recidi-
va) allenato con tutti i Follow-Up esclusi quelli negativi. Senza la necessità
di dover valutare in generale le condizioni del paziente (tutti questi referti
infatti prevedono una lesione sospetta di neoplasia), questo blocco può sem-
plicemente focalizzare la propria attenzione sul testo che confronta il referto
corrente con i precedenti, verificando miglioramenti e peggioramenti.

Come per gli altri modelli, se un referto non ha risultato Negativo, viene
analizzato anche dal Blocco Natura Lesione.

Il Modello 3 rappresenta un modo completo di introdurre le regole definite
dai radiologi nella struttura dei blocchi classificatori. Se questa conoscenza
del dominio può portare miglioramenti in termini di risultati, è evidente che,
nel caso di una modifica dello schema o di adattamento di questo modo di
procedere in altri contesti ospedalieri, debba essere rifatto praticamente da
zero, seguendo le nuove indicazioni fornite dagli esperti.
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4.3.3.4 Classificazione del Sito Lesione

Il Sito Lesione indica dove si trovano le lesioni descritte nel referto. Per
riuscire in questa identificazione, il modello di deep learning deve non solo
individuare le parole che indicano parti del corpo, ma anche identificare le
espressioni che indicano la presenza di una lesione.

Dato che un referto non negativo può avere lesioni in più di un sito,
abbiamo la necessità di eseguire una classificazione multi-label. Per fare
questo, potrebbe bastare un singolo blocco classificatore con attivazione sig-
moide capace, eventualmente, di fornire in output anche una predizione di
più classi contemporaneamente. Tuttavia, probabilmente a causa della dop-
pia complessità del task e del dataset piuttosto esiguo (non avendo utilità
per l’apprendimento i referti con risultato Negativo), questo ha ottenuto ri-
sultati peggiori rispetto all’addestramento di tre blocchi separati: uno per
identificare le lesioni nel Polmone, uno per la Pleura e uno per il Mediastino.

Questi blocchi sono comuni a tutti e i tre modelli illustrati precedente-
mente, tuttavia non sono stati inclusi nelle Figure 4.4, 4.5 e 4.6 per mantenere
la schematizzazione più comprensibile possibile.

4.4 Valutazione delle prestazioni

In questa sezione, riportiamo la valutazione delle prestazioni ottenute dai
modelli di deep learning descritti nella Sezione 4.3.3, in particolare confron-
tandoli con il sistema precedente basato sulle annotazioni.

I modelli sono stati implementati usando la libreria Keras e Tensorflow
come backend e sono stati valutati usando come metriche l’accuracy, ovvero
il numero di predizioni corrette diviso per il numero complessivo di predizioni
fatte e la macro-average F-Measure (FM), ottenuta considerando la media
aritmetica non pesata delle F-Measure [90] di ogni singola classe. La F-
Measure, o F-Score, è definita come la media armonica tra la precision (P) e
la recall (R), due misure che definiscono la capacità del modello di individuare
la classe corretta evitando rispettivamente i falsi positivi e i falsi negativi.
La F-Measure è calcolata nel seguente modo:
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Annotazioni Modello 1 Modello 2 Modello 3
Acc FM Acc FM Acc FM Acc FM

Tipo Esame 96.0 95.8 96.2 96.0 96.2 96.0 96.2 96.0
Risultato P.E. 77.3 76.1 81.7 80.8 80.4 79.6 78.3 76.3
Risultato F.U. 73.9 65.6 76.3 70.7 76.3 70.7 81.9 71.9
Natura Lesione 66.3 62.3 72.9 70.7 72.8 70.4 73.2 71.2
Polmone 93.2 71.9 90.3 75.6 90.8 75.8 90.9 76.6
Pleura 93.2 75.5 94.3 75.5 94.4 76.3 94.4 75.8
Mediastino 92.9 81.0 88.3 72.7 88.3 72.7 88.3 72.9

Tabella 4.2: Valutazione dei risultati dei modelli di deep learning, confrontati
a quello basato sulle annotazioni, in 10-fold cross validation.

P =
TP

TP + FP
,R =

TP

TP + FN
,FM = 2 ∗ P ∗R

P +R
(4.1)

in cui TP (true positives) è il numero di istanze di quella classe corret-
tamente predette dal modello, FP (false positives) è il numero di predizioni
sbagliate dal modello per quella classe e FN (false negatives) è il numero di
istanze di quella classe non correttamente predette dal modello.

Il sistema è stato testato in 10-fold cross validation, per cui nella tabella
4.2 viene riportata la media aritmetica delle metriche ottenute in ogni fold.
La deviazione standard è compresa tra lo 0.7% e il 2.8%, il che significa che le
prestazioni sono stabili tra un fold e l’altro. Per non complicare ulteriormente
la lettura della tabella, non abbiamo riportato la relativa deviazione standard
per ogni metrica.

Per ogni blocco classificatore che compone uno qualsiasi dei tre modelli,
è stata svolta una semplice Random Search [7] per trovare i parametri del
modello neurale (come ad esempio il numero di neuroni del livello LSTM)
ricavando il 20% del training set e impiegandolo come validation set specifico
per questo compito.

4.4.1 Risultati sperimentali

Nella Tabella 4.2 riportiamo la valutazione complessiva delle prestazioni
dei modelli di classificazione gerarchica, confrontandoli con il modello basato
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Figura 4.7: Miglioramento dell’accuracy per il livello Risultato Esame (a
sinistra), considerando sia i Primi Esami che i Follow-Up, e il livello Natura
Lesione (a destra) in 10-fold-cross validation per il Modello 1 (in blu), il
Modello 2 (in rosa) e il Modello 3 (in azzurro). Sull’asse x, la percentuale di
training set utilizzata per l’addestramento del modello.

sulle annotazioni in termini di accuracy e macro-average F-Measure, per tutti
i livelli dello schema di classificazione. Mentre le prestazioni per il livello Tipo
Esame sono molto simili, possiamo notare come il nuovo sistema ottenga
prestazioni migliori per il livello Risultato, sia nel caso dei Primi Esami che
per i Follow-Up, nonostante non vengano considerate le annotazioni manuali.

Nonostante l’architettura sia più semplice, il Modello 1 ottiene i risultati
migliori per il Risultato Primo Esame. Dato che, nel nostro dataset, i Primi
Esami sono circa il 35% del totale, riteniamo che questa differenza sia do-
vuta al fatto che nel Modello 1 il blocco per calcolare il Risultato è allenato
sull’intero dataset. Nel Modello 2 invece, il blocco deputato per quel livello
è allenato solo con i Primi Esami, risentendo quindi della minore quantità di
dati.

Per quanto riguarda il Risultato Follow-Up è invece il Modello 3 che
ottiene le migliori prestazioni, con una differenza significativa di oltre 5 pun-
ti di accuracy. Questo risultato è particolarmente importante in quanto i
Follow-Up compongono circa il 65% dell’intero dataset. Per questo motivo,
l’accuracy complessiva del livello Risultato Esame (considerando entrambe
le configurazioni) per il Modello 3 è dell’80%, mentre per il Modello 1 77.5%
e per il Modello 2 77.2%. Dato che il Modello 3 impiega le informazioni e le
regole fornite dai radiologi, possiamo quindi osservare che l’utilizzo di cono-
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Acc FM
Tipo Esame 96.0 96.2

Positivi Non Neoplastici 95.7 82.5
Sospetto 86.3 82.7

Stabile o Prog. Recidiva 81.8 81.6

Tabella 4.3: Prestazioni dei Blocchi Classificatori che compongono il Modello
3 in termini di accuracy (acc) e F-Measure (FM)

scenza del dominio, al fine di creare un’architettura gerarchica più complessa,
migliora le prestazioni.

Inoltre, come è possibile vedere nella Figura 4.7, per il livello Risultato
Esame, rispetto agli altri due allenati utilizzando l’intero training set, il Mo-
dello 3 ottiene prestazioni migliori pure addestrato considerando solo il 50%
del training set. Dato che il Natural Language Processing in ambito biome-
dico è spesso condotto su dataset di dimensioni molto ridotte (confronta la
Sezione 2.2), consideriamo questo risultato particolarmente significativo.

Data la complessità del Modello 3, riportiamo le prestazioni dei suoi com-
ponenti nella Tabella 4.3. In particolare, riconosciamo se un referto descrive
un sospetto di lesione neoplastica con un’accuracy dell’86.3%. Il principale
svantaggio di questo modello è il riconoscimento dei Positivi Non Neoplasti-
ci che, essendo tutti dei Primi Esami, sono la principale ragione per cui il
Modello 3 ottiene prestazioni leggermente inferiori rispetto agli altri due nel
calcolo del Risultato Primo Esame. Questo problema verrà affrontato nel
dettaglio nella Sezione 4.4.2.

Per quanto riguarda il livello Natura Lesione, che ricordiamo utilizza la
stessa procedura per tutti e tre i modelli, il nuovo sistema basato su deep lear-
ning ottiene risultati considerevolmente migliori (oltre 9 punti di F-Measure)
rispetto al sistema basato sulle annotazioni. In maniera più dettagliata, que-
sto confronto è riportato nella Tabella 4.4 riportando le F-Measure di ogni
classe. Possiamo notare che, a fronte di un piccolo calo per la classe Non Neo-
plastico, le prestazioni relative alla Natura Dubbia e a Neoplastico crescono
di oltre 14 punti. Tuttavia, la classe Natura Dubbia ottiene le peggiori pre-
stazioni delle tre, con una F-Measure solo del 57.2%. Anche questo problema
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Annotazioni Deep Learning
Non Neoplastico 76.6 73.5
Natura Dubbia 43.1 57.2
Neoplastico 66.9 81.0

Media 62.2 71.2

Tabella 4.4: Confronto dettagliato per il livello Natura Lesione tra il sistema
basato sulle annotazioni e il sistema basato su deep learning, in termini di
F-Measure

No Attention Attention
Acc FM Acc FM

Tipo Esame 94.6 94.0 96.2 96.0
Risultato P.E. 75.8 63.0 78.3 76.3
Risultato F.U. 76.5 59.3 81.9 71.9
Natura Lesione 64.8 61.3 73.2 71.2

Tabella 4.5: Confronto delle performance (in 10-fold cross validation) del
Modello 3 senza e con l’attention mechanism nei blocchi classificatori.

verrà discusso nella Sezione 4.4.2.
Le prestazioni per il livello Sito Lesione sono riportate nella Tabella 4.2.

Come mostrato nella Sezione 4.3.3.4, questo livello è calcolato allo stesso
modo per tutti e tre i modelli, fornendo quindi risultati molto simili. Il nuovo
sistema supera in prestazioni quello basato sulle annotazioni per la classe
Polmone in termini di F-Measure, ottiene un leggero miglioramento per la
classe Pleura ma peggiora per la classe Mediastino, di cui fa parte solamente
il 5% dei referti per cui il riconoscimento di questi casi con metodologie di
deep learning è molto complicato. Ricordiamo inoltre che mentre il sistema
basato sulle annotazioni aveva specifiche feature per riconoscere le parole
indicanti un potenziale sito per una lesione, anche in questo caso il nostro
modello si basa sull’intero testo con l’obbligo non solo di riconoscere quali
espressioni possano indicare un sito ma anche quelle che indicano la presenza
di una lesione.

A sottolineare l’importanza dell’attention mechanism nella nostra archi-
tettura, nella Tabella 4.5 mostriamo un confronto tra le prestazioni (conside-
rando i primi tre livelli di classificazione) del Modello 3 e un modello con la
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stessa struttura ma in cui nei Blocchi Classificatori che lo compongono non è
compreso l’attention mechanism. Se le performance per il Tipo Esame subi-
scono solo un leggero calo, per il Risultato Esame (in particolare in termini
di F-Score e per i Follow-Up) i risultati sono nettamente inferiori. Lo stesso
avviene per la Natura Lesione, il cui F-Score cala di quasi dieci punti.

4.4.2 Discussione e analisi degli errori

Come detto precedentemente, la classe Natura Dubbia per il livello Na-
tura Lesione è quella più problematica. Questo è dovuto sia al fatto delle
poche istanze di quella classe ma anche all’intrinseca difficoltà di stabilirne
i confini, come dimostrato dall’inter-annotator agreement descritto in [24] e
[72]. In questa analisi, il test set iniziale del sistema basato sulle annotazioni,
composto da 68 referti, è stato ri-classificato da un altro radiologo. Per il
livello Tipo Esame, i radiologi sono concordi nel 100% dei casi, per Risultato
Esame nel 93% e per Natura Lesione solo nel 73%.

Andando più nel dettaglio, si può vedere come la maggior fonte di disac-
cordo per quest’ultimo livello sia proprio nella classe Natura Dubbia. Infatti,
il 78% dei referti in cui i due radiologi non concordano sono classificati,
dall’uno o dall’altro, come Natura Dubbia. La maggior difficoltà è stata ri-
scontrata nella differenza tra Natura Dubbia e Neoplastico, che riguarda il
61% dei referti incerti per quel livello. Questa difficoltà è stata riscontrata
da un ulteriore test che abbiamo svolto: allenando un blocco classificatore
per la predizione del livello Natura Lesione con le classi Neoplastico e Natura
Dubbia unificate, abbiamo ottenuto un’accuracy del 84.2% rispetto a 73.2%
e una F-Score del 80.5% invece di 71.2%.

Ipotizziamo quindi che questi referti contengano, dal punto di vista medi-
co e di rapporto col paziente, le informazioni maggiormente sensibili e che il
loro linguaggio sia quello più vago e criptico. Allo stesso tempo, è probabile
che alcuni casi possano essere identificati come Neoplastico o Natura Dubbia
a seconda dell’opinione del medico.

Abbiamo inoltre analizzato perché il Modello 3 ottenga prestazioni peg-
giori rispetto agli altri due, per il Risultato Primo Esame. Riteniamo che
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questo sia dovuto alla difficoltà di identificazione dei Positivi Non Neoplastici,
ovvero quei Primi Esami che sono considerati positivi senza però la probabile
presenza lesione neoplastica. Questi referti compongono solo il 6% dell’intero
dataset e quindi la rete neurale ha difficoltà nella predizione, ottenendo un
F-Score solo del 67%.

La dimensione del dataset è un ulteriore problema. Infatti la mancanza
di referti influisce negativamente sui risultati specialmente per i livelli come
Natura Lesione e Sito, che sono presenti solo per i 2.248 referti non negati-
vi. Nella Figura 4.7 mostriamo come, allenando diversi modelli con sempre
più referti (dal 10% al 100% del training set) e testandoli sullo stesso test
set, l’accuracy migliori progressivamente. Analogamente, anche la scarsa di-
sponibilità di referti non classificati contribuisce a peggiorare le prestazioni:
infatti, mentre i comuni modelli di Word2Vec sono allenati utilizzando milio-
ni di documenti [55], la nostra rappresentazione delle parole è stata ottenuta
solo con circa 15mila referti. Inoltre, questa rappresentazione (come detto
nella Sezione 4.3.2) non viene modificata durante il training dei diversi bloc-
chi classificatori. Un interessante sviluppo futuro potrebbe valutare come
diverse rappresentazioni (con più o meno referti, tenute fisse o modificate
durante il training del modello) influenzano i risultati dei singoli blocchi e
degli interi modelli.

4.4.3 Confronto tra i due sistemi

Indubbiamente, i risultati contenuti nella Tabella 4.2 provano che il si-
stema di deep learning offre complessivamente prestazioni molto migliori,
specialmente per quanto riguarda gli aspetti più complicati e delicati della
classificazione: decidere il risultato dell’esame e il tipo di lesione riscontrata.

Da un punto di vista applicativo, sia il sistema basato sulle annotazioni
che quello basato su deep learning possono essere implementati su un server
e connessi al reparto di radiologia. Mentre il precedente sistema si basava
sull’integrazione di più tecnologie e linguaggi, la soluzione corrente può essere
vista come un unico modulo software. Inoltre, mentre TextPro è un tool
di qualche anno fa e non perfettamente documentato, spaCy fa parte dello
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stato dell’arte per le fasi di pre-processing di analisi testuale ed è mantenuto
e aggiornato regolarmente.

Tuttavia, mentre il sistema basato sulle annotazioni ha richiesto la rac-
colta e la classificazione di poche centinaia di referti, quello di deep learning
ha richiesto un dataset 10 volte più grande, ottenuto in più di un anno di
attività del reparto di radiologia. Questa limitazione, se si intendono piani-
ficare progetti simili per l’analisi di patologie meno frequenti, può essere un
serio svantaggio che è purtroppo comune a moltissime applicazioni di NLP
in ambito clinico.

La Figura 4.7 mostra quanto aumentare il training set sia fondamentale
per ottenere buoni risultati ma, allo stesso tempo, quanto l’introduzione di
conoscenza del dominio e la creazione di modelli che ne tengano conto nella
formulazione della predizione sia utile in mancanza di grandi quantità di dati.
Il Modello 3 infatti riesce ad avvicinarsi all’80% di accuracy per il Risultato
Esame anche solo considerando metà del dataset e quindi impiegando la metà
del tempo e delle risorse per la raccolta e la classificazione dei dati.

Va inoltre ricordato che, se da un lato i referti del primo sistema erano
solo poche centinaia, dall’altro necessitavano di essere annotati. Questo pro-
cesso è chiaramente molto più lungo e costoso della classificazione, in quanto
richiede una lettura più approfondita e l’individuazione di una spiegazione
nel dettaglio della classificazione che si intende dare. La sola classificazione
invece può essere data in pochi secondi, subito dopo la stesura del referto,
semplicemente selezionando i valori dello schema da un’interfaccia grafica.

Nella prospettiva di un utilizzo di questo sistema nel contesto ospedaliero
o di un eventuale adattamento per l’analisi di un altro tipo di documenti
clinici (per esempio, referti di un’altra parte del corpo, cartelle cliniche, ecc.),
è possibile addestrare un modello anche con sole poche centinaia di referti
e renderlo subito disponibile ai radiologi. Dando inoltre la possibilità di
validare le predizioni fornite dal sistema sui nuovi referti, sarebbe possibile
raccogliere progressivamente un numero sempre maggiore di documenti con
le rispettive etichette di classificazione. Con l’incremento delle dimensioni
del training set, il sistema può essere periodicamente ri-allenato in modo tale
da (come dimostra la Figura 4.7) migliorarne le prestazioni.
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Come mostrato nella Sezione 4.4.2, per alcune classi come Natura Dubbia,
i margini di errore o di discrezionalità dei radiologi nell’apporre l’etichetta
di classificazione influiscono negativamente sulle prestazioni. L’analisi delle
presenti etichette e la creazione di un gold standard che fornisca delle eti-
chette quasi insindacabili, fornite dalla maggioranza dei medici o da quelli
maggiormente esperti, chiaramente migliorerebbe le prestazioni di entrambi
i sistemi ma con notevole dispendio di tempo ed energie.

Un’altra questione molto importante nel valutare le differenze tra i due
sistemi è quella dell’interpretabilità. Le annotazioni manuali, o la loro re-
plicazione in forma automatica, permettono di fornire un testo che giustifica
la predizione data dal sistema. Infatti, come descritto nella Sezione 4.2, il
sistema basato sulle annotazioni procede proprio da quelle annotazioni, e non
dal resto, per definire la classificazione del referto. Tuttavia, né il processo
di annotazione manuale né CRF hanno saputo coniugare l’interpretabilità
con le prestazioni. Se abbiamo mostrato in questa sezione come il sistema di
deep learning abbia ottenuto un notevole miglioramento delle prestazioni, la
prossima sarà dedicata a quanto questo sistema può essere interpretabile.

4.5 Interpretabilità dell’Attention Mechanism

Di per sé, un sistema complesso come una rete LSTM è sostanzialmente
una black box che produce risultati secondo logiche interne che poco hanno
a che vedere con il ragionamento umano. Mentre il radiologo isola i rilievi
descritti nel testo e li collega per formulare una diagnosi, la rete neurale opera
per via matematica, rappresentando il significato del referto solo tramite
vettori di numeri reali che, se da un lato possono essere elaborati dalla rete
neurale, dall’altro sono totalmente incomprensibili all’essere umano.

D’altro canto però, l’Attention Mechanism descritto nella Sezione 3.4 ope-
ra su un livello molto più comprensibile: assegna infatti dei pesi agli elementi
della sequenza, cioè alle parole. Una ragionevole aspettativa del funziona-
mento dell’attention mechanism sarebbe che dia peso maggiore alle parti che
descrivono i rilievi e meno al contorno del referto (ad esempio come è stato
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Figura 4.8: Visualizzazione dell’attention per un referto. Sull’asse x, gli indici
i delle parole nella sequenza originale del testo, sull’asse y il valore del peso
dell’attention wi

eseguito, frasi di routine ecc.), allo stesso modo in cui il ragionamento umano
focalizza la propria concentrazione solo su alcuni parti del testo.

Nella Sezione 3.4.3 abbiamo parlato del ruolo dell’attention mechanism
nell’interpretabilità, presentando i diversi punti di vista che si sono delineati
negli ultimi anni di ricerca e letteratura sull’argomento. In questa sezione
invece descriviamo il comportamento di questo meccanismo nella nostra ap-
plicazione, la sua efficacia e qual è il suo rapporto con le annotazioni manuali.
Le analisi e i risultati più importanti di questa sezione sono stati recentemente
pubblicati nei proceedings della conferenza Artificial Intelligence in Medicine
2021 [73].

4.5.1 La funzione di gate

Per l’esperimento che segue, abbiamo allenato un blocco classificatore di
tipo Sospetto (sempre utilizzando il dataset di produzione) ed estratto i pesi
αi con i ∈ [1, N ] e

∑N
i=1 αi = 1 dell’attention mechanism, in cui N è il numero

di parole del referto. La scelta del blocco Sospetto è dovuta al fatto che il
distinguere quali referti descrivono una lesione neoplastica e quali no è uno
degli aspetti maggiormente importanti della nostra applicazione.

La visualizzazione dell’attention è spesso fatta riproponendo il testo evi-
denziato con un colore più o meno forte a seconda del peso assegnato alla
parola (nel caso il peso sia minimo, la parola viene lasciata su sfondo bian-
co), come si farebbe sottolineando un libro. Riteniamo che, nell’ambito della
nostra applicazione e della nostra analisi, questa visualizzazione non sia pie-
namente adeguata. Le sfumature di colore infatti possono essere fuorvianti,
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mostrando come diversi due pesi simili oppure non mostrando pienamente le
differenze tra un peso e l’altro. Abbiamo ritenuto invece più esplicativa una
rappresentazione cartesiana in cui all’asse x corrispondono le parole, nell’or-
dine in cui compaiono nel documento, e sull’asse y vengono rappresentati i
pesi dell’attention.

Con questa visualizzazione è possibile vedere nella Figura 4.8 come, men-
tre in linea teorica l’attention assegna semplicemente un vettore nell’inter-
vallo continuo tra 0 e 1, all’atto pratico l’attention segnali settori importanti,
a cui assegna un peso molto alto, settori non importanti con peso molto bas-
so, e solo una minoranza del contenuto del referto stia nel mezzo. Possiamo
facilmente notare, in questo esempio di referto con poco più di 100 parole,
i settori importanti come quello successivo alla quarantesima parola e quelli
non importanti come quello attorno alla trentesima parola e il numero ridot-
to di parole con peso medio-basso, che di fatto sono rappresentate solo dal
picco attorno a 40 e da quello sul finale del referto.

Visto che l’effettivo numero αi dipende dalla lunghezza del referto, sia
nella Figura 4.8 che successivamente, il peso, che chiameremo wi per differen-
ziarlo dall’originale, viene scalato utilizzando la seguente formula standard:

wi =
αi − αmin

αmax − αmin

(4.2)

in cui αmin e αmax sono rispettivamente il valore minimo e massimo dei
pesi αi all’interno del referto.

Questa visualizzazione conferma quella che [91] ha chiamato, per i task a
singola sequenza di parole come effettivamente è il nostro caso, la funzionalità
di gate dell’attention mechanism, cioè la divisione tra una parte di testo che
viene considerata e una che viene scartata.

Quello che è inoltre intuibile dalla Figura 4.8 è come l’attention, quando
ha a che fare con un documento composto da almeno un centinaio di parole,
non seleziona singole parole ma piuttosto intere espressioni, frasi o anche
porzioni di testo più lunghe. In particolare, prendiamo in considerazione le
frasi e calcoliamo il peso complessivo della frase come media dei pesi
wi delle parole che compongono quella frase: da questa analisi possiamo
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Figura 4.9: Distribuzione dei pesi delle frasi da scartare (peso inferiore a 0.4,
prima colonna), delle frasi intermedie (peso compreso tra 0.4 e 0.75, seconda
colonna) e delle frasi importanti (peso superiore a 0.75, terza colonna).

identificare tre categorie di frasi: le frasi importanti, con peso superiore a
0.75, quelle intermedie, con peso compreso tra 0.4 e 0.75, e quelle da scartare
che hanno un peso inferiore a 0.4. Le soglie 0.4 e 0.75 sono state fissate dopo
aver analizzato manualmente diversi grafici e diverse distribuzioni dei pesi
dell’attention in modo tale che:

• frasi con la prevalenza di token a peso basso, in cui ci sono solo pochi
token con peso relativamente alto, non siano considerate importanti o
intermedie;

• frasi importanti relativamente corte con pochi token a peso basso (come
congiunzioni o altre stop words) non siano considerate intermedie o
poco importanti.

Un possibile sviluppo futuro del lavoro è analizzare ulteriormente la distri-
buzione dei pesi dell’attention considerando ulteriori soglie.

Analizzando la distribuzione delle frasi, per l’intero test set, possiamo dire
che l’attention segnala il 56.5% delle frasi come importanti, il 29.1% come da
scartare e il rimanente 14.4% come intermedie. Una visualizzazione di questo
dato si può trovare in Figura 4.9. A questo però va aggiunto che molte delle
frasi intermedie o di quelle da scartare con peso leggermente più alto delle
altre lo sono per la presenza di un frammento di 4-5 parole a peso molto alto
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Figura 4.10: Visualizzazione dell’azione di filtraggio dell’attention dividendo i
referti in lunghi (sopra le 120 parole) o corti (sotto le 120 parole), primi esami
e follow-up, sospetti o megativi. Sull’asse x, la frazione di frasi importanti,
rispetto all’intero documento, segnalate dall’attention. Sull’asse y la frazione
di referti, per le due categorie.

rispetto al resto, di peso più basso: è estremamente difficile infatti trovare
una lunga sequenza di parole con wi attorno a 0.5.

Questo ci porta a definire alcuni punti fondamentali:

• l’attention mechanism opera non a livello di singolo token ma all’interno
di intere espressioni (come possono essere i rilievi e le loro carattersti-
che) o, ancora più spesso di frasi.

• l’attention mechanism tende a dividere la sequenza di input in modo
binario: il testo da considerare e quello da scartare, senza quantificare
numericamente il peso della sequenza per la classificazione;

• l’attention mechanism non opera un filtraggio molto selettivo, in quan-
to, mediamente, più della metà delle frasi è ritenuta importante. Que-
sto fa sì che la sua utilità in termini di spiegazione della predizione fatta
sia limitata: mostrare infatti più della metà del testo di un referto come
motivazione, invece che alcune espressioni chiave, può essere ritenuto
piuttosto ridondante e non sufficientemente informativo.
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4.5.2 Differenze di comportamento in base alle caratte-

ristiche del referto

Tuttavia, il comportamento dell’attention mechanism non è uguale per
tutti i referti. Nella Figura 4.10, possiamo vedere come l’azione di filtraggio
dell’attention, cioè il riconoscimento che parte del testo non è utile ai fini
della classificazione, varia in base alla lunghezza del referto, al tipo esame o
al sospetto di lesione neoplastica.

Una distinzione molto importante è tra referti lunghi e corti. Identificando
il confine tra le due categorie a 120 parole (la mediana della distribuzione
delle lunghezze dei referti del test set), possiamo vedere nel primo istogramma
come ci siano pochissimi referti corti di cui è segnalato come importante solo
il 20% delle frasi. Questa percentuale anzi aumenta, e infatti la maggior
parte dei referti corti mantiene oltre il 60% del suo testo secondo i criteri
dell’attention mechanism. Al contrario, più aumenta l’azione di filtraggio,
considerando importanti solo il 50% o meno delle frasi, più possiamo notare
una prevalenza dei referti lunghi, contrassegnati dal colore blu nel primo
grafico della Figura 4.10.

Un comportamento molto simile si ha per la distinzione tra Primi Esami
e Follow-Up, nel secondo istogramma. I Primi Esami, di solito più descrittivi
e spesso più lunghi, vengono filtrati mediamente di più rispetto ai Follow-Up
che, in diversi casi, si limitano a poche righe che di solito l’attention seleziona
in toto.

L’azione dell’attention nel selezionare le frasi importanti è invece del tutto
indipendente dalla distinzione tra referti Sospetti e Non Sospetti. Come è
possibile vedere nel terzo istogramma, non c’è significativa differenza nella
distribuzione dei referti in base alla percentuale di frasi ritenute importanti.

A nostro parere, questa analisi conferma, come detto in [37], che l’atten-
tion debba essere valutato sia in relazione al compito da svolgere che all’input.
Nel nostro caso, la necessità di semplificare può portare l’attention a filtrare
significative porzioni del referto nel caso di referti molto lunghi e con descri-
zioni non particolarmente significative, ma nel caso di referti di poche righe
immediatamente interpretabili può decidere di mantenere tutto il testo.
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Figura 4.11: Distribuzione dei pesi delle frasi per la classificazione tra Primo
Esame o Follow-Up.

4.5.3 Differenze di comportamento in base al livello

Proprio per mostrare quanto il compito richiesto al modello di classifica-
zione sia fondamentale nel comportamento dell’attention, proviamo a ripetere
l’esperimento di addestrare un modello e di estrarre i pesi dell’attention. Sta-
volta tuttavia, invece che per classificare un referto Sospetto o Non Sospetto,
il compito sarà di capire il Tipo Esame, ovvero se un referto è Primo Esame
o Follow-Up.

Se confrontiamo la Figura 4.11 con quella analoga per il blocco Sospetto
(Figura 4.10), possiamo notare subito come l’attention mechanism, allenato
con lo stesso dataset e verificato con lo stesso test set ma per un altro compito
di classificazione, si comporti in modo molto diverso. Infatti, il numero di
frasi ritenute da scartare è aumentato di più di 1.000 unità, mentre quelle
importanti sono diminuite di oltre 500.

Questo comportamento può essere facilmente spiegato dal fatto che per
riconoscere che un referto è un Follow-Up è sufficiente identificare corretta-
mente nell’intestazione espressioni come confrontato con precedente in data...
oppure si confronta con TC del... e, dall’inserimento prima della descrizione
del rilievo di parole come invariato oppure incremento, che appunto sugge-
riscono che quanto si vede nella TC corrente si rapporta a quanto analizzato
precedentemente. Per questo motivo, l’analisi del dettaglio delle descrizioni
dei rilievi è totalmente inutile per questo compito.
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Figura 4.12: Visualizzazione dell’attention per un referto per la predizione
del Tipo Esame. Sull’asse x, gli indici i delle parole nella sequenza originale
del testo, sull’asse y il valore del peso wi

Nella Figura 4.12, possiamo vedere come l’attention selezioni solamen-
te la prima parte (che nel documento corrisponde a TORACE-ADDOME
COMPLETO indagine condotta prima e dopo somministrazione di mdc non
ionico ev(Xenetix 350 , 120 ml). Esame confrontato con precedente del 25
novembre 2015 ) per poi saltare gran parte del corpo del referto e poi se-
gnalare solo alcune tra le ultime frasi, tra cui Invariata la piccola lesione e
Invariato il resto. In altri casi, tuttavia, come nel caso del blocco Sospetto, il
referto è sufficientemente corto da non richiedere un particolare filtraggio da
parte dell’attention, il che spiega comunque il numero piuttosto alto di frasi
ritenute importanti visibili in Figura 4.11.

4.5.4 Confronto con le annotazioni manuali

Finora ci siamo occupati di come l’attention pesa le sezioni del referto
a seconda della loro importanza, mostrando affinità e divergenze rispetto
all’input e al compito richiesto dal modello di classificazione. Mentre que-
sta analisi va nella direzione di un’interpretazione fedele, cioè di descrizione
dei processi interni del modello senza alcuna relazione con il risultato finale
della predizione, ora ci occuperemo di quanto i settori selezionati dall’atten-
tion possano essere realmente quelli utili ai fini della classificazione, ovvero
dell’interpretazione plausibile come descritto in [37] e nella Sezione 2.3.1.

Chiaramente, per valutare se le frasi ritenute importanti dall’attention lo
siano anche effettivamente dal punto di vista diagnostico serve conoscenza
medica. Di conseguenza, abbiamo confrontato i nostri risultati con l’unica
fonte di conoscenza medica applicata all’analisi del testo che abbiamo a di-
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Figura 4.13: Confronto tra annotazioni manuali e pesi dell’attention. In blu,
la suddivisione delle frasi, in arancione il numero di annotazioni contenute
nelle frasi importanti, intermedie o non importanti.

sposizione: le annotazioni manuali, utilizzando quindi il dataset annotato di
346 referti (che, come detto nella Sezione 4.5.1, non sono stati inclusi nei dati
di training).

Va subito chiarito che si tratta di un confronto che presenta dei limiti.
Mentre un’annotazione manuale è composta mediamente da 4 token, il fil-
traggio dell’attention riguarda settori di referto decisamente più lunghi. Non
è praticamente possibile quindi che, nel nostro caso di studio, il testo del
referto ritenuto importante dall’attention mechanism coincida esattamente
con le annotazioni manuali Tuttavia, questo può portare anche dei vantaggi:
nella Sezione 4.2.1 abbiamo infatti sottolineato come molto spesso i radiologi
annotassero quasi solamente espressioni molto brevi, senza includere detta-
gli fondamentali come le caratteristiche di un nodulo di una lesione, oppure
annotassero solamente un rilievo tra i diversi menzionati nel referto. L’at-
tention, concentrandosi su settori più lunghi, può evidenziare anche questi
dettagli e fornirli come parte di una spiegazione.

Piuttosto, è ragionevole supporre che, se il testo rilevato dall’attention è
quello su cui correttamente un radiologo baserebbe il proprio ragionamento
per dare la classificazione, le annotazioni manuali siano contenute in esso.
Abbiamo quindi eseguito questo esperimento:

• per ogni referto, abbiamo estratto le espressioni annotate per il Risul-
tato Esame e per la Natura Lesione, ovvero quelle parti di testo che, se-
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condo i radiologi, mostrano la presenza di una lesione e se quest’ultima
è di tipo neoplastico, dubbio o non neoplastico;

• abbiamo allenato un blocco Sospetto ed estratto i pesi dell’attention
mechanism;

• in base ai pesi dell’attention, abbiamo calcolato il peso delle frasi e divi-
se in non importanti, intermedie e importanti, analogamente a quanto
descritto nella Sezione 4.5.1;

• abbiamo verificato, per ogni annotazione manuale, se fosse contenuta
in una frase importante, intermedia o non importante.

In Figura 4.13 il risultato di questo esperimento. Come è possibile notare
sommariamente anche nell’istogramma, l’80.2% delle annotazioni manuali è
contenuto nelle frasi importanti, che ricordiamo sono però solo il 56% del
totale. Invece, solo l’8.9% delle annotazioni è contenuta in una frase ritenuta
non importante, mentre il restante 10.8% è contenuto in una frase intermedia.
Si può quindi vedere come ci sia una correlazione forte tra quanto selezionato
dall’attention, ovviamente in modo molto meno selettivo, e quanto invece dai
radiologi.

Questo può non bastare a considerare l’attention mechanism uno stru-
mento di interpretazione plausibile nella classificazione di un referto radio-
logico che descrive una lesione di sospetta natura neoplastica. Tuttavia può
fornire un indizio del fatto che il suo ragionamento, da correlare inoltre con il
processo di analisi del testo fatto dal livello LSTM e dall’ultimo livello fully-
connected con attivazione softmax che compongono il blocco classificatore,
abbia un fondamento anche rispetto alla conoscenza medica.

L’impatto della scelta della threshold nella percentuale di frasi ritenu-
te importanti e delle annotazioni riconosciute è mostrato nella Tabella 4.6.
Come prevedibile, all’aumentare della soglia diminuisce la percentuale di an-
notazioni riconosciute (da 88.9 considerando 0.50 a solo il 58.2% considerando
0.95) e delle frasi ritenute importanti. Per tutte le soglie, è verificabile il fatto
che la percentuale di annotazioni riconosciute è ben più alta di quella delle
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Soglia % Annot. % Frasi
0.50 88.9 67.5
0.55 87.5 65.3
0.60 85.6 62.9
0.65 83.7 61.2
0.70 81.4 59.9
0.75 80.2 56.6
0.80 75.5 53.2
0.85 72.4 49.9
0.90 67.3 46.0
0.95 58.2 39.3

Tabella 4.6: Valutazione dell’impatto della scelta della soglia (prima colon-
na) per considerare una frase importante. La seconda colonna rappresenta
la percentuale di annotazioni contenuta nelle frasi importanti, la terza la
percentuale di frasi ritenute importanti dall’attention.

frasi ritenute importanti, quasi sempre di oltre 20 punti percentuali. Vale co-
munque la pena sottolineare che anche considerando soglie molto alte viene
riconosciuta quasi la metà delle frasi come importanti (ad esempio, il 46%
prendendo 0.90). Questo a conferma, come detto nella Sezione 4.5.1, del-
la tendenza dell’attention mechanism ad assegnare pesi normalizzati molto
vicini a 1.

4.5.4.1 Annotazioni non rilevate

Delle 1128 annotazioni considerate, 107 sono contenute in frasi non con-
siderate importanti dall’attention mechanism. Leggendole e analizzandole, è
possibile individuare alcuni casi ricorrenti e provare a spiegare i motivi per
cui non sono state prese in considerazione:

• Annotazioni contenute in frasi negative: nel 16% dei casi sono stati
annotati concetti importanti come lesioni o noduli ma all’interno di
frasi che ne escludono la presenza. Ad esempio, la frase Non lesioni
focali riferite a localizzazioni secondarie contiene due annotazioni: non
lesioni focali e localizzazioni secondarie che non sono state riconosciute.
Un motivo probabile per cui questi casi non sono riconosciuti può essere
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quello che i referti Non Sospetti sono la classe di maggioranza, con circa
il 73% delle istanze del test set: il modello quindi, in assenza di testo
rilevante che gli possa dimostrare il contrario, tende a predire Non
Sospetto, non avendo quindi la necessità di dare peso maggiore alle
parti del testo in questo senso.

• Adenopatie e linfonodi : il 35% dei casi presenta riferimenti ad adeno-
patie o più in generale di infiammazioni dei linfonodi. In mancanza
di ulteriore specificazione, queste manifestazioni non hanno un diret-
to collegamento con la neoplasia e quindi sono presenti sia nei referti
Sospetti che Non Sospetti. Va anche detto però che, in alcuni casi, l’in-
sorgere di nuove adenopatie o il loro incremento volumetrico può essere
dovuto alla presenza di una lesione neoplastica per cui anche questa
parte di testo merita attenzione. È comunque probabile che, in questi
casi, nel referto siano presenti riferimenti ben più evidenti (la descri-
zione di lesioni e noduli, ad esempio) che possono essere sufficienti per
la classificazione.

• Conclusioni : in circa l’8% del training set è presente in coda al referto
la sezione delle conclusioni che riassume il referto e, se presa in con-
siderazione, potrebbe essere molto importante per la predizione. Ad
esempio, se dopo la descrizione di un nodulo di cui vengono riportate
solamente le dimensioni (insufficienti per capirne l’origine e quindi per
la predizione), nelle conclusioni compare la frase I rilievi riscontrati so-
no di natura flogistica, possiamo automaticamente capire che, essendo
l’origine dei rilievi infiammatoria, il referto non presenta alcun sospet-
to di neoplasia. Le poche annotazioni di questo tipo sono raramente
evidenziate dall’attention, probabilmente per la scarsità di esempi di
training a cui fare riferimento.

Altri casi più rari o meno caratteristici possono variare dal semplice errore
del modello di machine learning e dalla mancata annotazione di un concetto
fondamentale come una lesione, o dalla presenza di espressioni molto rare,
seppur importanti, come esiti di radioterapia che è sicuramente probante nel
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capire che il referto tratta una neoplasia (la radioterapia è infatti una terapia
per la cura del tumore), ma che tuttavia è descritta solo nell’1% dei referti
del training set.

4.5.5 Frammenti importanti

Per ora, abbiamo semplicemente considerato se un’annotazione è conte-
nuta in un’intera frase che, complessivamente, è stata ritenuta importante
dall’attention mechanism. Nel nostro contesto applicativo, come abbiamo
visto precedentemente, l’attention tende a lavorare a livello di frase e non di
espressioni di poche parole o addirittura singoli token.

Tuttavia, non è raro trovare qualche token con peso molto alto all’interno
di frasi intermedie o non importanti. Considerando anche questi frammenti
(che sono circa 1500 per un test set di poco più di 500 referti, per cui media-
mente 3 a referto) come parte del testo considerato importante dall’attention,
non si hanno grandi miglioramenti: infatti viene riconosciuto l’82.3% delle
annotazioni, rispetto all’80.1% senza questa inclusione.

Anche qui, possiamo cercare di capire come si comporta l’attention a
livello più basso e riconoscere alcuni casi ricorrenti:

• La parola “non”: nell’8% dei casi, percentuale che riteniamo comunque
essere piuttosto significativa, viene annotata un’espressione composta
da al massimo 3 parole che inizia con “non” come ad esempio sempli-
cemente non o non lesioni. Riconoscere le negazioni è fondamentale
in applicazioni di NLP, tanto che il sistema basato sulle annotazio-
ni aveva un apposito strumento per farlo, per cui non sorprende che
(specialmente nel nostro caso in cui diverse frasi iniziano con “Non” e
queste caratterizzano molti referti negativi) parte della concentrazione
dell’attention sia focalizzata lì.

• “Invariato” o “immodificato”: analogamente alla negazione, parole che
indicano la sostanziale stabilità delle lesioni sono molto importanti, in
quanto l’incremento dimensionale di un rilievo può essere dovuto a una
lesione neoplastica. Per questo motivo, molte frasi presenti nei referti
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sono atte a escludere questa ipotesi e molto spesso iniziano con Inva-
riato, Immodificate le dimensioni o espressioni simili. Queste espressio-
ni, che riteniamo importanti quanto il riconoscimento delle negazioni,
rappresentano l’11% dei frammenti.

• Espressioni per correlazione con un esame precedente: un altro 9% di
casi si riferisce alla sottolineatura, da parte dell’attention, delle espres-
sioni che caratterizzano i Follow-Up quali confrontato con precedente
del 26/10/2015, a volte anche solo semplicemente della data, all’inter-
no dell’intestazione del referto. Sebbene queste espressioni siano più
importanti per capire il Tipo Esame rispetto ai livelli successivi, è pur
vero che una menzione di un nodulo in un Primo Esame, e quindi sen-
za queste espressioni, si accompagna molto più spesso a un sospetto di
lesione neoplastica. In un Follow-Up di solito la sola menzione, senza
descrizioni particolari o segnalazioni di un aumento di dimensione, di
solito non dà adito a sospetti. Per questo motivo, ci sembra corretto
che l’attention mechanism attribuisca un peso alto a queste espressioni.

• Espressioni complesse in frasi molto lunghe: il 12% dei casi ha inve-
ce un comportamento più simile a quello descritto nella Sezione 4.5.1,
cioè di annotazioni di settori composti da più di 10 token che tuttavia
sono compresi in frasi molto lunghe e articolate. Ad esempio, nella
frase composta da 47 token Al controllo attuale compare infiltrazione
dell’arco anteriore della I costa di destra con erosione della corticale
profonda ed infiltrazione della midollare ossea da parte della lesione
espansiva solida apicale destra che presenta ampia superficie di contat-
to con la pleura costale antero-laterale. viene evidenziata dall’attention
solo la parte che effettivamente descrive la lesione, cioè gli ultimi 18 to-
ken, punto compreso. È tuttavia difficile valutare automaticamente la
correttezza di questa operazione: se in questo esempio la selezione è
corretta, in altri casi alcune parti tralasciate (ad esempio un immodi-
ficato nel tempo dopo la descrizione di un nodulo) potrebbero essere
utili ai fini della predizione o della spiegazione.
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Accanto a questi casi ricorrenti, che compongono circa il 40% dei fram-
menti segnalati dall’attention, tra i singoli token sottolineati possiamo ri-
scontrare la punteggiatura, che comunque ha un ruolo molto importante nel
comprendere un testo, ma anche casi meno comprensibili come articoli e pre-
posizioni oppure nomi e aggettivi senza una particolare rilevanza apparente,
come dimostra lo scarso contributo che l’inclusione di questi frammenti ha
prodotto rispetto alla percentuale di annotazioni riconosciute.

4.5.6 Valutazione generale e applicabilità

Mentre i sistemi di classificazione, quello basato sulle annotazioni e quello
di deep learning, possono essere facilmente implementati e resi disponibili ai
radiologi, integrare questi sistemi con meccanismi che forniscano una spiega-
zione alla predizione fornita dall’algoritmo è una questione decisamente più
complessa.

Il sistema basato sulle annotazioni addestra i modelli utilizzando sola-
mente alcune parti di testo, che possono eventualmente essere restituite o
evidenziate al radiologo come giustificazione. Sebbene nel sistema siano pre-
senti anche componenti meno intellegibili (come le regole per derivare la
classificazione del referto da quella delle singole annotazioni), le annotazioni
automatiche potrebbero già rappresentare un aiuto per spiegare il funziona-
mento del sistema. Oltre al fatto che le prestazioni di questo sistema non
sono state ritenute soddisfacenti, anche la presenza di problemi nelle annota-
zioni manuali (e quindi anche in quelle automatiche, come visto nella Sezione
4.2.1), pongono seri limiti al suo utilizzo nella pratica medica.

Il sistema di deep learning invece, a partire dal fatto che l’input è tra-
sformato in un vettore di numeri reali totalmente oscuro, è ancora meno
comprensibile. D’altro canto però questo sistema ottiene prestazioni net-
tamente superiori e l’utilizzo dell’attention mechanism permette di fornire
qualche indicazione sul comportamento del modello. In particolare, il funzio-
namento abbastanza semplice della funzione di gate, per cui per gran parte
del testo siamo in grado di dire se è importante o meno ai fini della computa-
zione della predizione, può escludere immediatamente una buona porzione di
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testo non rilevante. Tuttavia a nostro parere non può essere immediatamen-
te impiegato per l’interpretabilità, in quanto la sua tendenza ad evidenziare
cospicue parti del referto (in media il 56%) non permette infatti di ritornare
il testo evidenziato dall’attention come spiegazione, semplicemente perché
troppo grande. Paradossalmente, per alcuni referti verrebbe prodotto come
giustificazione l’intero testo e sapere che l’algoritmo si sia basato, per dare
la predizione, su quanto scritto nel referto non è certo di grande utilità.

In generale, la funzione di gate dell’attention mechanism non permette
di isolare piccole porzioni di testo che forniscano una risposta, concentran-
dosi su intere frasi. Nei casi particolari in cui vengono evidenziate poche
parole (quasi sempre all’interno di frasi poco importanti) non vi è garanzia
dell’esattezza del procedimento. Infatti, a volte le parole evidenziate sem-
brano effettivamente sensate (come il riconoscimento di negazioni o del non
peggioramento di un rilievo), altre volte invece sembrano non essere partico-
larmente rilevanti e dovute alla percentuale di errore connaturata a qualsiasi
sistema di machine learning. Tuttavia, analizzando il comportamento in rela-
zione alle annotazioni manuali e ad alcuni concetti medici descritti nei referti,
si può vedere come l’attention mechanism possa mettere in luce alcune ca-
ratteristiche del funzionamento del modello. Come mostrato nelle sezioni
precedenti, la correlazione tra le annotazioni manuali e le frasi ritenute im-
portanti dall’attention rinforzano l’impressione che le prestazioni del sistema
di deep learning siano dovute a un processo che ha alcuni punti in comune
col ragionamento medico.

Se le nostre valutazioni si sono svolte considerando il peso medio di 0.75

come valore oltre il quale si definisce una frase come importante, nella Tabella
4.6, abbiamo mostrato come l’aumento della soglia non modifichi sostanzial-
mente la situazione. Un valore più alto, come 0.90 ad esempio, considererebbe
ugualmente come importante quasi la metà delle frasi, diminuendo la per-
centuale di annotazioni riconosciute da oltre l’80% a poco più del 67%. Si
ritiene quindi necessario combinare l’attention mechanism con altre metodo-
logie di interpretabilità, quali la sottrazione o la perturbazione delle feature,
per arrivare a spiegazioni più precise che possano essere applicate anche nella
pratica clinica.
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4.6 Approcci preliminari con BERT

I modelli basati quasi esclusivamente sull’attention mechanism come Tran-
sformer e BERT (vedi Sezione 3.4.2) hanno ottenuto ottime prestazioni nei
principali task di Natural Language Processing. Anche per la lingua italiana,
sono stati addestrati alcuni modelli di BERT come quello presentato in [68],
tuttavia solo su corpus generici o presi dai social network.

Nell’analisi di un linguaggio specifico come quello clinico, questo può rap-
presentare un problema. Tuttavia, nonostante l’indisponibilità di modelli
specifici, abbiamo provato il nostro task di classificazione di referti radiologici
con il modello standard di BERT per la lingua italiana3.

Come spiegato nella Sezione 3.4.2, BERT viene allenato con due compiti
paralleli. Dato un corpus di documenti, vengono mascherate un certo numero
di parole ed un certo numero di frasi che il modello dovrà riuscire a predire
dato il contesto (sia esso composto dalle parole rimanenti nella frase o dalle
frasi non mascherate). Questi due compiti sono utili per capire il funziona-
mento del linguaggio e il significato delle parole, ma di per sé non bastano
per risolvere uno specifico task di Machine Learning. Nel nostro caso infatti,
la risposta che ci deve fornire il modello è, ad esempio, se il referto descrive
una lesione di tipo neoplastico o meno; non siamo interessati al fatto che sia
in grado di predire una parola mancante all’interno della frase. Per questo
motivo, il modello pre-allenato deve essere adattato tramite un processo di
fine tuning in cui:

• Il modello pre-allenato funziona da encoder, rappresentando la frase
come un vettore di numeri reali. Dato che il modello è in grado di
predire frasi e parole in base al contesto, questa rappresentazione riesce
a catturare il significato della frase in termini numerici.

• Questa rappresentazione viene analizzata da un livello fully-connected,
definito in base allo specifico task di machine learning che il modello
è chiamato a risolvere. Per il livello di Natura Lesione, ad esempio,
avremo quindi 3 neuroni con attivazione softmax.

3https://huggingface.co/dbmdz/bert-base-italian-cased
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• Viene quindi allenato il modello composto dall’encoder di BERT, i cui
pesi sono stati già appresi durante l’addestramento precedente, e dal li-
vello fully-connected (inizializzato casualmente), utilizzando il training
set del task di machine learning. La backpropagation andrà quindi a
modificare sia i pesi dell’encoder che quelli dell’ultimo livello, andando
quindi a produrre un nuovo modello di BERT, da cui eventualmente è
possibile estrarre l’encoder. Essendo teoricamente il modello di BERT
già allenato e capace di comprendere il linguaggio, questo fine tuning
va a modificare solo leggermente il suo funzionamento, specializzandolo
per il task.

4.6.1 Risultati sperimentali

Data la relativa novità dell’approccio, ci si è potuti concentrare su questi
esperimenti solo negli ultimi mesi. Per questo motivo, non sono ancora stati
replicati i modelli presentati nella Sezione 4.3.3 ma sono stati solamente
testati tre blocchi classificatori. Più in dettaglio, gli sforzi si sono concentrati
su:

• in primo luogo, sul Blocco Tipo Esame, che svolge un task molto
semplice e che quindi può essere usato come esperimento di base. Nel
caso in cui il modello basato su BERT abbia risultati notevolmente
inferiori rispetto a quelli basati su LSTM, è infatti molto probabile un
calo ancora maggiore per i livelli successivi.

• il Blocco Sospetto del Modello 3, in quanto parte centrale dell’ap-
plicazione che è rivolta a capire, in modo automatico, quali referti
descrivono possibili neoplasie.

• il Blocco Natura Lesione, comune a tutti i modelli e il task più
complicato dei tre, sia per la ridotta dimensione del dataset che per la
presenza dei referti di tipo Natura Dubbia.

Anche in questo caso, le prestazioni vengono valutate in 10-fold cross va-
lidation. Se questo è decisamente più oneroso dal punto di vista computazio-
nale (infatti bisogna svolgere il fine tuning di BERT per dieci volte), d’altro
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BERT LSTM
Acc FM Acc FM

Tipo Esame 95.9 95.6 96.2 96.0
Sospetto 85.8 81.7 86.3 82.7
Natura Lesione 71.8 69.9 73.2 71.2

Tabella 4.7: Confronto delle prestazioni, per tre blocchi classificatori, del
modello basato su BERT e quello basato su LSTM in termini di accuracy
(Acc) e macro-averaged F-Measure (FM).

canto ci garantisce una maggiore stabilità e validità dei risultati rispetto a
un unico esperimento (vedi anche la Sezione 5.6.2).

Nella Tabella 4.7 mostriamo il confronto tra i risultati ottenuti da un mo-
dello basato sulla versione standard di BERT per la lingua italiana e quelli
addestrando ex novo un modello LSTM, come descritto nelle sezioni prece-
denti. Mentre i risultati per il Tipo Esame sono sostanzialmente invariati
(il leggero calo può essere dovuto a una fluttuazione statistica), la differenza
per il Blocco Sospetto e la Natura Lesione è più netta, con circa un punto di
F-Score in meno per entrambi. Mentre l’accuracy del Blocco Sospetto cala
solo di 0.5 punti, quella della Natura Lesione nel modello di BERT cala di
circa 1.4.

Questo calo è spiegabile con la difficoltà di BERT nell’adattarsi al lin-
guaggio biomedico, in quanto il modello è stato pre-allenato su un corpus del
tutto generico. Tuttavia, le prestazioni con il solo fine tuning sono comun-
que di ottimo livello, e questo depone chiaramente a favore di BERT come
strumento per l’analisi del linguaggio, anche in domini specifici.

Riteniamo molto probabile che arricchendo il dataset oppure proseguendo
l’addestramento di BERT con dell’altro testo clinico, le prestazioni possano
raggiungere e superare quelle dei modelli basati su LSTM. Per questo mo-
tivo, la ricerca proseguirà in questa direzione oltre che nell’implementazione
dei modelli completi e non solo dei singoli blocchi classificatori, in modo
tale da svolgere un confronto più completo. Allo stesso tempo, tuttavia, i
problemi relativi all’incertezza e alla qualità delle etichette di classificazione
descritte nella Sezione 4.4.2, pongono necessariamente un limite superiore al
miglioramento anche per i sistemi basati su BERT.
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Per quanto riguarda l’interpretabilità, il modello standard di BERT per
la lingua italiana possiede 12 livelli di encoder, ognuno dei quali comprende
altrettanti self-attention. La via quindi dell’analisi dell’attention come è sta-
ta impostata in questa tesi non è più percorribile e fornire una spiegazione
del perché BERT ha fornito una determinata risposta è un problema ancora
aperto. Recenti studi, che analizzano sia come BERT rappresenta al proprio
interno le parole, sia il comportamento dei diversi attention mechanism per
ogni livello di encoder, mostrano come questi modelli riescano a immagaz-
zinare e rappresentare informazioni sia linguistiche che relative al contesto
applicativo [16, 56, 89]. Per questo motivo, il nostro obiettivo sarà di estra-
polare queste ultime e confrontarle, ancora una volta, con la spiegazione che
fornirebbe il medico.



Capitolo 5

Estrazione di interazioni tra
farmaci

Dal 1997, il database di letteratura scientifica MedLine e il suo motore di
ricerca PubMed sono disponibili per la consultazione online, fornendo milioni
di abstract e riferimenti riguardanti la ricerca in ambito medico. Una buona
parte di questi studi riguarda la farmacovigilanza, ovvero l’analisi dei rischi
correlati all’assunzione di farmaci (come effetti collaterali e potenziali rea-
zioni avverse) in particolare quando più farmaci vengono assunti nello stesso
periodo di tempo.

La realizzazione di database strutturati, come DrugBank o IUPHAR/BPS,
per contenere le informazioni relative alle reazioni avverse dei farmaci (ADR,
da adverse drug reactions) e soprattutto il loro continuo aggiornamento, alla
luce di nuovi farmaci introdotti o di nuovi studi, richiede tuttavia un notevo-
le sforzo nell’analisi di una quantità enorme di testo, preso dalla letteratura
scientifica, riguardante la farmacovigilanza.

Per questo motivo, l’utilizzo di tecniche automatiche per l’estrazione di
relazioni tra farmaci è stato l’obiettivo di diverse competizioni di machine
learning e Natural Language Processing, con l’obiettivo di realizzare modelli
sempre più precisi e accurati. Tra queste, una delle competizioni più famose
è la DDI-2013 [35], realizzata nel 2013 ma considerata ancora importante e
diventata uno degli standard del NLP in ambito biomedico.

89
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In questo capitolo verranno descritti i modelli da noi realizzati, con una
particolare concentrazione sugli attention mechanism e sul loro effetto in
termini di prestazioni e interpretabilità, per l’estrazione di drug-drug inte-
ractions (DDI) dal corpus DDI-2013. Il lavoro su questo dataset è stato de-
scritto anche in [70] e [71]. Il codice con cui sono stati svolti gli esperimenti
è disponibile online1.

5.1 Descrizione del problema e dei dati

Nell’ambito del NLP, l’estrazione di DDI è un task di Relation Extraction
(vedi Sezione 2.1.3): date due entità corrispondenti ai due farmaci, bisogna
riconoscere se nel testo è specificata una relazione tra di essi: la reazione
avversa data dalla loro assunzione contemporanea.

Il dataset DDI-2013 [35] si compone di frasi in lingua inglese estratte dalla
letteratura medica, completate dalle annotazioni gold standard dei nomi dei
farmaci e dalle etichette che segnalano, per ogni possibile coppia di farmaci,
se nel testo è presente una relazione o meno e di che tipo.

Dal punto di vista del machine learning, questo task è assimilabile a una
classificazione. Infatti, è possibile considerare ogni possibile coppia di farmaci
come un’istanza e il tipo di relazione come etichetta da associare al testo. In
totale, ci sono 5 classi:

• unrelated, se non è presente alcuna interazione tra i due farmaci;

• effect, se il testo descrive un effetto collaterale dovuto alla DDI;

• advise, se il testo consiglia di non assumere i due farmaci contempo-
raneamente;

• mechanism, se il testo descrive come l’assorbimento di un farmaco
venga danneggiato dalla contemporanea assunzione di un altro;

• int, se il testo descrive genericamente un’interazione tra i due farmaci.

1https://github.com/lucaputelli/ddi_attention_experiments
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Figura 5.1: Esempio di una frase del corpus DDI-2013. In verde, i nomi dei
farmaci, in rosso le parole che indicano l’assunzione in contemporeanea e in
blu l’effetto colleraterale causato.

Training Set Test Set
unrelated 22474 4461
effect 1685 360
mechanism 1316 302
advise 826 221
int 188 96

Tabella 5.1: Numero di frasi per classe appartenenti al training set o al test
set DDI-2013

Questo corpus è composto da singole frasi, non da interi documenti. In
ogni frase può essere presente un numero n di farmaci molto variabile (da uno
fino anche a oltre venti), da cui è poi necessario generare tutte le possibili

(
n
2

)
coppie-istanze. Ciascuna istanza può appartenere a una sola delle 5 classi,
per cui possiamo definire questo task come una classificazione multiclass.

Nella Figura 5.1 possiamo vedere un esempio di una frase estratta dal
corpus. I due farmaci, thiazides e vitamin D, assunti nello stesso periodo
di tempo (concomitant administration) danno luogo all’ipercalcemia (causes
hypercalcemia), ovvero un livello troppo alto di calcio nel sangue.

Nella Tabella 5.1 possiamo vedere il numero di frasi, nel training set e nel
test set, per ogni classe. Si può immediatamente notare come quelle unrela-
ted siano la stragrande maggioranza e come la classe int abbia un numero
estremamente limitato di esempi di training, solo 188 su oltre 20, 000. La
lunghezza media delle frasi è di 50 token, e oltre l’85% delle frasi è composta
da meno di 100 token, mentre il 25% circa ne ha meno di 30.
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5.2 Preparazione del dataset

Per il nostro task di Relation Extraction, la trasformazione dalle frasi e
la preparazione delle istanze di classificazione è una procedura che si articola
nelle seguenti fasi:

1. Tokenizzazione e POS-tagging: dato che siamo in presenza di un
testo biomedico anche molto complicato, in cui i nomi propri dei farma-
ci possono comprendere anche più di una decina di token, questa fase
è estremamente delicata. Per questo motivo, il tokenizzatore standard
appartenente al modello “en_core_web_sm” del tool spaCy è stato
modificato allo scopo di dividere il più possibile il testo in ingresso.
Caratteri come trattini, barre e parentesi sono stati forzatamente isola-
ti come token singoli. Solo successivamente, e in base alle annotazioni
gold standard (che forniscono l’intervallo di caratteri che identifica il
nome del farmaco), i token che formano i nomi dei farmaci vengono
riunificati in un’unica entità. Questo evita che, a causa di errori di to-
kenizzazione, si abbia un token che contenga dei caratteri appartenenti
al nome del farmaco e altri no. Successivamente alla tokenizzazione,
spaCy assegna anche il part-of-speech tag ai singoli token.

2. Sostituzione: data una coppia di farmaci, l’istanza del problema di
relation extraction si ottiene sostituendo opportunamente ai nomi del-
la coppia due termini standard: PairDrug1 e PairDrug2 e ai farmaci
restanti il generico termine. Questo permette di differenziare il testo
di tutte le istanze e ha anche un altro vantaggio. Infatti, se in una
frase sono presenti più coppie con classificazioni diverse, con questo
procedimento ogni coppia sarà associata ad un testo diverso, evitando
quindi che il modello veda esattamente la stessa frase ma con etichette
diverse. Inoltre, i nomi propri dei farmaci sono un’ulteriore complica-
zione (in quanto termini altamente specifici) non necessaria, dato che
l’interazione è eventualmente descritta nella parte restante della frase.
Nel caso la coppia sia formata da due menzioni diverse dello stesso far-
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maco, alle due menzioni viene sostituito il termine NoPair per indicare
immediatamente che non è presente nessuna interazione.

3. Calcolo dello shortest dependency path: a sostituzione già avve-
nuta, il tool spaCy viene utilizzato anche per calcolare l’albero sintatti-
co della frase, ovvero una struttura dati in cui ad ogni nodo corrisponde
una parola e ad ogni arco la relazione grammaticale di dipendenza tra
una parola e l’altra. Prendendo l’esempio in Figura 5.1, dal predica-
to verbale causes è presente un arco dobj verso hypercalcemia che è
il complemento oggetto e uno di tipo subj verso administration che
è il soggetto. Viene calcolato quindi, all’interno dell’albero sintatti-
co in versione non orientata, il cammino minimo (shortest dependency
path) tra PairDrug1 e PairDrug2, ovvero la sequenza di parole che,
nella struttura della frase, collegano un farmaco all’altro e che quindi
possono descrivere l’interazione.

5.2.1 Il filtro delle negative

Nel corpus DDI-2013 oltre l’80% delle istanze appartiene alla classe unre-
lated, ovvero non descrive nessuna interazione tra farmaci (da qui in avanti,
queste istanze saranno anche chiamate negative). Lo sbilanciamento del da-
taset è un problema classico del machine learning in quanto questi hanno
la tendenza di predire la classe maggiormente frequente nel dataset. Infatti,
un modello del tutto non addestrato può facilmente raggiungere oltre l’80%
di accuracy sempre predicendo la classe unrelated e, data un’istanza a caso,
è molto più probabile sia negativa piuttosto che rappresenti un’interazione.
Questo, chiaramente, porta basse pretazioni per le classi meno frequenti che,
nel nostro dataset, tuttavia sono proprio quelle più interessanti [97].

Per mitigare questo problema, e visto che studi precedenti [14, 43] hanno
dimostrato come ridurre il numero di istanze negative migliori le prestazioni
anche per questo specifico corpus, abbiamo implementato un meccanismo per
filtrare una parte delle istanze negative.

Prima di tutto, dato che lo scopo di questo progetto è scoprire interazioni
tra farmaci diversi, se la coppia è formata da due menzioni esattamente iden-
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tiche dello stesso farmaco, oppure i due nomi differiscono di una sola lettera
come nel caso del cambio da singolare a plurale (ad esempio antidepressant
e antidepressants) viene immediatamente identificata come negativa.

Oltre a questo, possiamo filtrare un’istanza se due farmaci compaiono in
una struttura di coordinazione, come ad esempio in un elenco. Se prendiamo
ad esempio la frase “The majority of patients in RA clinical studies received
one or more of the following concomitant medications with ORENCIA:MTX,
NSAIDs, corti-costeroids, TNF blocking agents, azathioprine, gold, hydro-
xychloroquine, lefluno-mide, sulfasalazine, andanakinra”, i nomi di farmaco
in corsivo sono in una struttura coordinata ed è estremamente improbabile
che possano avere una relazione tra loro (la potranno avere invece con altri
elementi nella frase fuori dall’elenco).

Mentre tuttavia lavori come [43] e [49] utilizzano un approccio basato
specificatamente su questo dataset, come l’impiego di particolari espressioni
regolari, la nostra scelta per il filtraggio delle negative è di tipo generale,
al fine di creare un meccanismo valido anche per altri contesti di relation
extraction. Per filtrare le coppie di farmaci che appaiono in una struttura
di coordinazione quindi viene sfruttato l’albero sintattico: se il dependency
path calcolato precedentemente contiene esclusivamente nomi di farmaci e
congiunzioni, l’istanza viene filtrata.

Questo filtraggio è applicato sia per il training set che per il test set. Nel
primo caso, le coppie di farmaci con lo stesso nome o in una struttura di
coordinazione vengono semplicemente escluse dagli esempi con cui l’algorit-
mo viene addestrato. Per il test set, chiaramente nessuna di esse può essere
esclusa: tutte le istanze riconosciute negative dal filtro vengono invece clas-
sificate come unrelated e verranno poi valutate alla luce delle etichette di
classificazione del gold standard.

5.2.2 Creazione dell’input

L’input dei modelli di machine learning per l’estrazione di interazioni
tra farmaci è quindi composto da tre elementi: il word embedding, il POS
embedding e le offset features.
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Per ottenere il word embedding, ovvero un vettore di 200 numeri reali, è
stato fatto un fine-tuning sul modello disponibile in [55]. Questi word vectors
sono stati infatti pre-allenati con un corpus di tipo biomedico, con documen-
ti estratti da PubMed e PMC, per cui forniscono già una buona base per
rappresentare il significato di termini medici per la lingua inglese. Tuttavia,
essendo il nostro dataset fortemente specializzato sulla farmacologia, abbia-
mo eseguito nuovamente Word2Vec, utilizzando i word vectors già disponibili
come base di partenza, sul nostro training set.

Il POS-embedding invece è stato calcolato solamente utilizzando il cor-
pus DDI-2013 ed è composto da vettori di 20 posizioni ottenuti applicando
l’algoritmo Word2Vec alla sequenza dei PoS-tag, nello stesso ordine delle
parole.

Oltre a questi due componenti, che sono degli standard nelle applicazioni
di deep learning e NLP, abbiamo aggiunto le offset features, D1 e D2 [104].
Data una parola all’interno di un’istanza, D1 e D2 si calcolano rispettiva-
mente come la distanza, in termini di parole, da PairDrug1 e PairDrug2.
Per esempio, nella frase Intravenous PairDrug1 was shown to double the bio-
availability of oral PairDrug2, la parola shown ha D1 uguale a 2, e D2 uguale
a -7, cioè compare sette parole prima di PairDrug2. Essendo questi nume-
ri, nel caso di frasi di oltre 100 parole, potenzialmente anche molto grandi,
le offset features vengono anch’esse rappresentate da un vettore di numeri
reali, stavolta di lunghezza 3. Per calcolarli, non viene utilizzato Word2Vec:
questa rappresentazione è infatti appresa contestualmente all’addestramento
del modello con un embedding layer.

Dato che il livello LSTM prevede un input di dimensione fissa e che la
frase di lunghezza massima comprende 150 parole, è stato scelto di creare
una matrice di dimensione 150 × 226 (200 di word embedding, 20 di PoS
embedding, 6 per le offset features) come input. Nel caso una frase sia
composta da meno di 150 parole, vengono aggiunti vettori di 226 zeri per
uniformare la dimensione finale.
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5.3 Modelli utilizzati

Essendo questa competizione aperta dal 2013, in letteratura è possibile
trovare approcci classici [14] così come basati su reti convoluzionali [75] o su
reti ricorrenti [43]. Il focus del nostro lavoro, descritto in [70] e [71], è princi-
palmente sulle diverse forme di Attention Mechanism e su come influiscono
sui risultati.

Tutti i modelli utilizzati hanno quindi in comune:

• la presenza di almeno un livello LSTM bidirezionale ad elaborare la
sequenza delle parole;

• la presenza di un attention mechanism, in particolare uno di quelli
descritti nella Sezione 3.4;

• l’ultimo livello: un livello fully-connected con 5 neuroni e attivazione
softmax che fornisce la classificazione finale.

Le differenze tra un modello e l’altro sono esclusivamente nella scelta
dell’attention utilizzato e nella preparazione dell’input.

5.3.1 Modello con Self-interaction attention

Come visto nella Sezione 3.4, il Self-interaction attention [108] è un at-
tention mechanism abbastanza diverso dagli altri. Infatti, se nella versione
classica [4] l’attention mechanism calcola i pesi per ogni parola e fornisce
poi un vettore finale di rappresentazione del documento, il Self-interaction
attention considera tutte le possibili coppie di parole e assegna un peso al-
la loro interazione. Data quindi una frase di N parole e un livello LSTM
con D neuroni, mentre l’attention mechanism classico fornisce in output un
vettore di dimensione D, il self-interaction attention produce una matrice S
di dimensione N × D, ovvero un vettore di dimensione D per ogni parola,
ottenuto dalla media pesata dei pesi di tutte le interazioni:

si =
K∑
k=1

αi,kui (5.1)
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Figura 5.2: Modello con Self-Interaction Attention.

in cui αi,k è il peso dell’interazione tra la parola i-esima e la parola k-esima
e ui si calcola come:

ut = tanh(Waht + ba) (5.2)

ovvero applicando un livello fully-connected con attivazione tanh all’usci-
ta del livello LSTM, che produce infatti ht ∈ RD con t ∈ [1, N ].

Mentre l’approccio originale in [108] prevede di ridurre ulteriormente S
a un vettore attraverso un’operazione di pooling [83], nel nostro modello
abbiamo deciso di preservare l’intera matrice che viene poi elaborata dal
livello di output creando un unico vettore di lunghezza D ∗N concatenando
tutti quelli che compongono la matrice (flattened representation).

Una schematizzazione del modello in forma grafica è visibile in Figura 5.2.
La configurazione migliore che è stata trovata prevede, per questo modello,
2 livelli di LSTM bidirezionali.

Per confrontare l’effetto del Self-Interaction Attention, abbiamo costruito
altri tre modelli:

• un modello composto solo da livelli LSTM (No Attention), passando
quindi solamente l’uscita dell’ultima cella hN al livello fully-connected
con attivazione softmax;

• un modello comprendente anche l’Attention mechanism classico [4];

• un modello comprendente la versione Context Attention [101] (vedi
anche Sezione 3.4).
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Figura 5.3: Modello con Self-Interaction Attention e inclusione dello Shortest
Dependency Path

5.3.2 Modello con Shortest Dependency Path

L’inclusione delle relazioni grammaticali e della struttura della frase in
un modello di deep learning può essere vista come un’ulteriore aggiunta di
conoscenza che potrebbe essere utile per la comprensione del testo.

In particolare, è ragionevole supporre che il cammino minimo nell’albero
sintattico tra PairDrug1 e PairDrug2 contenga informazioni riguardo alla
loro interazione. Lo shortest dependency path quindi, oltre a essere utilizza-
to per il filtraggio delle negative, in questo modello viene anche passato al
modello come input aggiuntivo.

Nella Figura 5.3 si può vedere il modello a due canali provato per l’in-
clusione dello shortest dependency path (SDP). Accanto a un primo canale
esattamente uguale a quanto descritto precedente, ne viene affiancato un
altro con le seguenti caratteristiche:

• L’input è formato solamente dallo SDP, seguendo l’ordine del cammino
e non quello della frase.

• Al posto delle offset features, è stata inclusa una rappresentazione em-
bedded della relazione grammaticale tra una parola e l’altra. Ad esem-
pio, se PairDrug1 è complemento oggetto ed è collegato al predicato
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Figura 5.4: Modello a due canali, in versione semplificata. Il primo canale,
nella parte sopra della figura, prende in ingresso le prime 60 parole. Il secondo
canale, nella parte sotto, le restanti.

verbale dall’etichetta DOBJ, questa etichetta viene rappresentata come
un vettore di lunghezza 10. Il calcolo di rappresentazione è del tutto
analogo a quello per il PoS embedding.

• Viene utilizzato solamente un livello LSTM, in quanto l’input è molto
più breve rispetto all’intera frase.

• La rappresentazione finale della frase è data dalla concatenazione delle
flattened rappresentations prodotte dai self-interaction attention dei
due canali.

5.3.3 Modello a due canali

Data la disparità della lunghezza delle frasi come descritto nella Sezione
5.1) in cui la maggior parte è composta da al massimo 60 parole e da alcune
problematiche riscontrate nel testing dei modelli precedenti (come vedremo
in seguito) proprio nelle frasi più corte, è stato deciso di creare un altro
modello a due canali: uno destinato alle prime 60 parole, e che quindi sarà
particolarmente responsabile per le classificazione delle frasi più corte, un
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altro alle seguenti 60 (la massima lunghezza della frase è 150 ma quelle oltre
i 120 sono meno del 5%) “attivato" solamente per le frasi più lunghe.

Come è visibile in Figura 5.4, sia la prima metà che la seconda metà
della frase sono elaborati da un livello LSTM di dimensione D. Il risultato
di questi livelli, ovvero hi con i ∈ [1, 60] per il primo e hi con i ∈ [61, 120]

vengono concatenati verticalmente, creando quindi una matrice 120×D che
viene passata a un unico attention mechanism, responsabile quindi di calco-
lare la rappresentazione finale della frase intera. Il context vector prodotto
dall’attention viene quindi elaborato dal solito livello fully-connected con
attivazione softmax, esattamente come negli altri modelli.

L’idea principale che sta alla base della realizzazione di questo modello
è che il rumore presente nelle frasi più lunghe (ad esempio lunghi elenchi di
farmaci) influisca non solo sulla classificazione di queste ultime ma, data la
necessità della rete LSTM di adattarsi anche a questi casi, anche l’elabora-
zione delle frasi più corte. Separando i due canali quindi è possibile che il
primo, sui primi 60 token, possa maggiormente specializzarsi e ottenere risul-
tati migliori. La presenza poi di un unico attention mechanism permette al
sistema di riunire le due computazioni e considerarle come parte di un’unica
frase.

5.4 Prestazioni dei modelli basati su LSTM

La competizione fornisce un test set, fisso e uguale per tutti, con cui
valutare le prestazioni dei modelli e indica le metriche con cui confrontarsi.

L’accuracy del modello, vista la presenza di una fortissima maggioranza di
istanze della classe unrelated (cioè negative), non è significativa. Invece, per
ogni classe si calcolano precision (P), recall (R) e F-Score (per una definizione
di queste tre metriche si veda la Sezione 4.4).

La competizione fissa inoltre come metriche, per un confronto più rapido
delle prestazioni complessive dei modelli, la media aritmetica pesata delle
precision, recall e F-Score delle 4 classi che identificano un’interazione (effect,
mechanism, advise e int), escludendo quindi la classe unrelated che è di poco
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Input No Attention Context-Att Attention Self-Int-Att
Word 64.44 65.32 66.60 69.72
Word+PoS 65.37 65.20 67.57 68.95
Word+PoS+Offset 60.67 65.82 69.47 70.88

Tabella 5.2: Recall media, per le quattro classi positive, con diversi attention
mechanism e diverse configurazioni di input.

Figura 5.5: Confronto, attraverso il test di Friedman, tra diverse recall per
la configurazione migliore di input (Word+PoS+Offset). La linea continua
indica che è un modello è significativamente migliore con confidenza superiore
al 99%, quella tratteggiata con confidenza superiore al 95%.

interesse per lo scopo di relation extraction (e che ottiene sempre metriche
superiori al 90%).

Per trovare la configurazione dei modelli più promettenti è stata eseguita
una Random Search [7], con particolare attenzione verso il numero di livelli
di LSTM (uno o due), il numero di neuroni di questi livelli, il dropout e il
recurrent dropout. Per questa ottimizzazione degli iperparametri, è stato im-
piegato un validation set composto da circa il 15% dei documenti del training
set.

5.4.1 Confronto tra attention

L’effetto più evidente dell’applicazione del Self-Interaction Attention è il
miglioramento della recall. Nella Tabella 5.2 possiamo vedere la recall totale
del modello con gli iperparametri migliori, calcolata come media delle recall
delle classi effect, advise, mechanism e int, variando solamente l’attention
mechanism posto dopo il livello LSTM. Tutti e quattro i modelli sono stati
testati con tre diverse configurazioni di input: quella con il solo word em-
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Effect Mechanism
Input No C-Att Att Self-Int No C-Att Att Self-Int
W 0.68 0.71 0.72 0.70 0.69 0.72 0.72 0.70
W+P 0.67 0.70 0.70 0.69 0.71 0.73 0.74 0.70
W+P+O 0.65 0.70 0.70 0.69 0.68 0.73 0.74 0.76

Advise Int
Input No C-Att Att Self-Int No C-Att Att Self-Int
W 0.77 0.71 0.74 0.78 0.53 0.49 0.45 0.45
W+P 0.78 0.73 0.77 0.77 0.55 0.50 0.45 0.43
W+P+O 0.74 0.75 0.79 0.78 0.50 0.52 0.50 0.49

Tabella 5.3: Confronto tra le F-Score dei diversi modelli, con tutte e tre
le configurazioni di input. Per ogni classe, la migliore F-Score è segnata in
grassetto.

bedding, quella aggiungendo anche il PoS embedding e quella completa, cioè
compresa delle offset features.

Il comportamento è simile in tutti e tre i casi: le prestazioni in termi-
ni di recall media sono più alte per il Self-Interaction Attention di più un
punto percentuale. Questa differenza è anche statisticamente significativa
secondo il test di Friedman [23], con una confidenza sempre superiore al 95%
come visibile nella Figura 5.5. Riteniamo questa differenza in termini di re-
call particolarmente importante, in quanto è la metrica più influenzata dalla
presenza della classe di maggioranza unrelated. Dato che, rispetto ad altri
approcci [43, 49], il nostro filtro delle negative è più generale, possiamo vede-
re il Self-Interaction Attention come un ulteriore metodo per ridurre l’effetto
delle istanze negative sulle prestazioni.

Nella Tabella 5.3 possiamo confrontare le F-Score medie delle 4 classi
positive, cambiando attention mechanism e per le tre diverse configurazioni
di input. I punti principali desumibili da questo confronto sono:

• Il miglioramento delle prestazioni medie includendo anche il PoS em-
bedding e le offset features, per i modelli che includono un attention
mechanism. Il modello senza attention, al contrario, non riesce a trarre
beneficio dalle offset features.
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Input Effect Mechanism Advise Int
Word 0.68 0.72 0.76 0.50
Word+Tag 0.69 0.69 0.74 0.53
Word+Tag+Edge 0.66 0.71 0.70 0.45

Tabella 5.4: Prestazioni del modello con inclusione dello Shortest
Dependency Path

• Per le classi effect e mechanism, il miglioramento netto dato dall’inclu-
sione di un attention. Le prestazioni sono invece abbastanza simili per
la classe advise (tranne per la variante Context Attention che ottiene
risultati peggiori) e addirittura peggiori per la classe int.

• Le prestazioni dell’attention classico e del Self-Interaction Attention,
che come visto precedentemente è significativamente superiore in ter-
mini di recall, sono molto simili in termini di F-Score. La variante Con-
text Attention invece, pure con più complessità rispetto all’attention
classico, ottiene risultati quasi sempre inferiori.

Nella Tabella 5.4 possiamo vedere le prestazioni dettagliate del modello
con l’inclusione dello shortest dependency path, cioè con due canali formati
da livelli LSTM e self-interaction attention messi in parallelo.

L’informazione aggiuntiva della struttura grammaticale non ha prodotto
risultati e anzi, la maggiore complessità del modello ha prodotto un decre-
mento delle prestazioni in termini di F-Score. Mentre sono rimasti mediamen-
te gli stessi per la classe effect e leggermente migliori per int (che comunque,
essendo una classe composta da poco più di 150 elementi di test è molto
sensibile a minuscole variazioni nella predizione), il calo è abbastanza netto
per mechanism (0.72 contro 0.76) e advise (0.76 contro 0.78).

Anche l’inclusione, tramite un vettore di 10 numeri reali, delle etichette
tra un nodo e l’altro rappresentanti la relazione grammaticale tra due parole,
non ha prodotto gli effetti sperati e anzi, ha fatto calare le prestazioni per
tutte e quattro le classi rispetto alle altre due configurazioni di input.

Ricordiamo comunque che l’albero sintattico e quindi anche lo shortest
dependency path non sono gold standard ma forniti da modelli di machine
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Figura 5.6: Distribuzione degli errori per il modello senza attention mechani-
sm (in azzurro) e con self-interaction attention (in blu) rispetto alla lunghezza
della frase (a sinistra) e alla distanza, in termini di parole, tra un farmaco e
l’altro (a destra).

learning anch’essi e quindi soggetti ad errore, specialmente nel caso di un
linguaggio complesso e con termini sconosciuti come quello biomedico.

5.4.2 Analisi degli errori

Per capire pregi e difetti del nostro approccio, abbiamo analizzato gli
errori commesso dal modello con self-interaction attention. Il problema del
nostro sistema rimane ancora la distinzione tra le istanze negative e le altre
classi: infatti, l’83.5% degli errori di predizione riguardano proprio questa
casistica. Va comunque ricordato che la presenza del self-interaction mecha-
nism diminuisce questo errore del 14.6%. Al contrario, la distinzione tra le
classi effect, advise e mechanism positive ottiene buoni risultati, con soli 30
errori su 861 istanze.

Nella Figura 5.6 possiamo vedere come si distribuiscono gli errori fatti
dal modello con e senza self-interaction attention in termini di lunghezza
della frase e di distanza, calcolata come numero di parole, tra un farmaco
e l’altro. Nonostante in linea teorica dovrebbero essere quelle più semplici
da analizzare, le difficoltà maggiori si trovano per le frasi medio-corte e con
una distanza non troppo grande tra un farmaco e l’altro. Questo può essere
dovuto a vari fattori: innanzitutto, come scritto nella Sezione 5.1, solo il
25% delle frasi si compone di meno di 30 token e quindi è comprensibile che
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il modello ottenga prestazioni migliori dove ha una percentuale maggiore di
esempi. In secondo luogo, molte frasi lunghe non lo sono perché descrivono
ragionamenti intricati e complessi, ma bensì per lunghi elenchi di farma-
ci. Ad esempio nella frase “Drugs that have been reported to diminish oral
anticoagulant response, ie, decreased prothrom-bin time response, in man si-
gnificantly include: adrenocortical steroids; alcohol; antacids; antihistamines;
barbiturates; carbamazepine; chloral hydrate; chlordiazepoxide; cholestyrami-
ne; diet high in vitamin K; diuretics; ethchlorvynol; glutethimide; griseoful-
vin; haloperidol; meprobamate; oral contraceptives; paraldehyde; primidone;
ranitidine; rifampin; unreliable prothrombin time determinations; vitamin C;
warfarin sodium under-dosage", di oltre 90 token (ricordiamo che vengono
contati anche i segni di punteggiatura), sono presenti ben 24 farmaci e quin-
di 276 coppie di cui predire la predizione, di cui la stragrande maggioranza
negative. Dato che le istanze negative sono molto facili da predire, visto che
sono la classe maggiormente rappresentata nel training set, questo abbassa
notevolmente il tasso di errore per le frasi più lunghe, che si assesta sul 5%
(nonostante l’indubbia complessità di gestire tutti questi token), rispetto a
una percentuale doppia per le frasi più corte. L’attention mechanism non
influisce sulla distribuzione dell’errore rispetto alla lunghezza della frase ma
ha un effetto sulla distribuzione per quelle istanze che hanno una distanza
tra i due farmaci compresa tra le 10 e le 30 parole, diminuendo nettamente
la percentuale di errore, alzandola tuttavia per le frasi con distanza elevata.

La classe più problematica, come si può vedere nelle Tabelle 5.3 e 5.4,
è indubbiamente int, che è fortemente minoritaria nel dataset. Infatti, a
int appartengono solamente poco più dello 1.5% delle istanze del dataset.
Va tuttavia fatto notare che, mentre per le altre classi l’errore più comune
è non aver riconosciuto l’interazione e quindi aver predetto unrelated, per
la classe int le istanze sbagliate vengono perlopiù etichettate come effect.
Riteniamo quindi che il sistema riconosca una sorta di interazione e tenda
quindi a classificarla come appartenente alla classe di maggioranza tra le non
negative.
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Modello a due canali Self-int attention
P R F P R F

Effect 0.72 0.77 0.75 0.66 0.73 0.69
Mechanism 0.81 0.64 0.71 0.80 0.73 0.76
Advise 0.91 0.71 0.79 0.75 0.81 0.78
Int 0.81 0.34 0.48 0.82 0.34 0.49

Tabella 5.5: Precision, Recall e F-Score per le classi della DDI del modello a
due canali.

5.4.3 Prestazioni del modello a due canali

Proprio per la difficoltà nelle frasi medio-corte, è stato deciso di costruire
il modello a due canali con un livello LSTM che prendesse in considerazione
solo le prime 60 parole e un altro per le seguenti, utilizzando l’input migliore
disponibile, ovvero quello composto da word embedding, PoS embedding e
offset features.

In termini di F-Score totale, questa scelta ha pagato: infatti, mentre il
modello self-interaction attention ottiene una F-Score del 72.2%, il modello
a due canali riesce ad arrivare al 72.9% con una differenza significativa so-
prattutto nella precision. Nella Tabella 5.5 è possibile vedere le prestazioni
dettagliate di questo modello.

I comportamenti sono abbastanza diversi: il modello a due canali ottiene
una precision migliore tranne che per la classe int (in cui è molto simile), con
addirittura un miglioramento di 16 punti percentuali per la classe advise.
La recall invece tende a peggiorare, a conferma del fatto che comunque il
self-interaction attention riesce a sopperire parzialmente allo sbilanciamento
del dataset.

I tentativi di coniugare il self-interaction attention con il modello a due
canali, sia attraverso un unico attention dopo aver riunito gli output delle due
LSTM che attraverso due meccanismi separati, hanno ottenuto prestazioni
peggiori dell’attention classico.
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P(%) R(%) F(%)
UTurku (SVM) [8] 73.2 49.9 59.4
FBK-irst (SVM) [14] 64.6 65.6 65.1
Zeng SCNN [104] 72.5 65.1 68.6
Liu CNN [49] 75.7 64.7 69.8
Quann LSTM [75] 76.0 65.3 70.2
Context-Att 75.9 65.8 70.5
Sahu LSTM [43] 73.4 69.7 71.5
Self-Int 73.0 70.9 71.9
Yi GRU [102] 73.7 70.8 72.2
Attention 75.6 69.5 72.4
Zhang LSTM [107] 74.1 71.8 72.9
Due canali 80.0 68.9 72.9

Tabella 5.6: Confronto in termini di precision (P), recall (R) e F-Score (F)
media del modello, con gli altri metodi presenti in letteratura, ordinati per
F-Score. I nostri modelli sono in grassetto.

5.4.4 Confronto con lo stato dell’arte e riproducibilità

Nella Tabella 5.6 possiamo confrontare i modelli illustrati precedentemen-
te con lo stato dell’arte.

Il modello a due canali raggiunge lo stato dell’arte in termini di F-Score,
dovuto principalmente a una precision notevolmente alta. Va sicuramente
segnalata anche la recall del modello Self-Interaction Attention, tuttavia su-
perata dal modello descritto in [107]. Le prestazioni invece dell’attention
classico (72.4 % di F-Score) e soprattutto della variante Context Attention,
che è inferiore di un punto rispetto alla media degli approcci con LSTM, non
sono particolarmente notevoli. Le prestazioni rispetto ai metodi più clas-
sici basati su Support Vector Machine [14, 8] e alle reti convoluzionali più
semplici [49, 104] sono decisamente superiori.

Per il dataset DDI-2013, almeno a nostra conoscenza, non sono stati svol-
ti esperimenti con Graph Neural Networks o Graph Convolutional Networks
[100], ovvero modelli di rete neurale particolarmente adatti per analizzare
l’informazione contenuta nell’albero sintattico di una frase [106]. Alcuni no-
stri esperimenti iniziali, seguendo l’idea di affiancare le Graph Convolutional
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Networks alle LSTM presentata in [53], non hanno prodotto risultati degni
di nota. Tuttavia, anche alla luce di nuove idee che coniugano l’attention
mechanism con la struttura a grafo [48, 93], riteniamo che un confronto tra i
risultati da modelli classici come quelli basati su reti ricorrenti e quelli basati
su Graph Neural Networks possa essere un’interessante linea di ricerca per il
futuro.

Il confronto tra il nostro approccio e il lavoro descritto in [109] di Zheng et
al. è stato trattato in maniera approfondita in [71]. Il loro modello utilizza le
stesse feature di input ma applica direttamente ai word vector un attention
mechanism proposto da loro, il drug oriented input attention, che di fatto
calcola direttamente il peso dell’interazione αj

i tra una parola i con word
embedding wi e un farmaco, rappresentato dall’embedding wdj con j ∈ {1, 2}:

αj
i = softmax(

wi × wdj

m
) (5.3)

in cui × rappresenta l’operazione di prodotto scalare tra i due vettori e
m è la lunghezza del word embedding. Il peso totale dell’interazione con i
due farmaci αi è dato dalla media dei due pesi α1

i e α2
i . Successivamente,

vengono calcolati dei nuovi word embedding ui delle parole alla luce della
loro interazione con i farmaci moltiplicando wi con αi:

ui = wi ∗ αi (5.4)

Questi nuovi word embedding vengono quindi concatenati al PoS embedding
e alle offset features ed elaborati dal consueto livello LSTM bidirezionale.
Nel modello non è presente alcun altro attention mechanism al di fuori di
quello drug-oriented posto subito dopo l’input.

Abbiamo replicato questa architettura, compresa di drug-oriented input
attention, utilizzando la nostra rappresentazione word embedding come base
e non siamo riusciti ad ottenere risultati né simili a quelli riportati nell’arti-
colo, nè superiori ai nostri e anzi, provando tutte le configurazioni di input,
l’aggiunta del loro meccanismo non ha migliorato le prestazioni.

Dato che, a parte questa innovazione, la loro architettura è molto semplice
(non è presente alcun attention mechanism), né ci sono più canali come
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in [75] o [107], né è descritto un filtraggio delle negative particolarmente
efficace, riteniamo che questi risultati siano dovuti o a una rappresentazione
word embedding iniziale decisamente migliore (l’articolo non riporta se è
stato utilizzato un modello pre-allenato o costruito ad hoc) oppure a qualche
tecnica di pre-processing non adeguatamente descritta.

Gli approcci basati su reti convoluzionali molto profonde descritti in [19]
di Dewi et al. e [86] di Sun et al. presentano problemi di riproducibilità
ancora più evidenti. I loro risultati, superiori alla media di oltre 10 punti
di F-Score, sono dovuti a un’architettura molto più complessa di tutte le
altre. Nel primo, vengono utilizzati 5 diversi modelli di word embedding di
dimensione 200 precedente allenati con documenti presi da PMC, PubMed,
entrambe le fonti, Wikipedia e PubMed insieme e MedLine, formando quindi
un tensore di dimensione 5 × 150 × 200 in cui 150 è la lunghezza massima
della frase. Il tensore viene quindi elaborato da 8 livelli convoluzionali con 7
operazioni parallele di convoluzione, con dimensione della finestra pari a 4, 5,
6, 7, 8, 9 e 10, ognuna delle quali con 400 filtri diversi, seguiti da un’operazio-
ne di max pooling. La rete poi aggiunge dropout, regolarizzazione o rumore
gaussiano per migliorare le prestazioni. Replicando questa architettura molto
complessa, non siamo riusciti né a ottenere i risultati nell’articolo né, soprat-
tutto, ad ottenerne di significativi. Un qualsiasi modello di machine learning
applicato a questo task deve innanzitutto superare lo scoglio della classe di
maggioranza, ovvero non predire ogni istanza come negativa e accontentarsi
della buona accuracy; la nostra replica del modello proposto in Dewi et al.
non è riuscita a superare questo ostacolo e cominciare l’apprendimento vero
e proprio.

La stessa cosa è avvenuta per il modello descritto in [86]. Qui la rete è
ben più profonda (fino a 24 livelli convoluzionali) ma senza il parallelismo
tra finestre di grandezza diversa, nè il word embedding multiplo (ne viene
utilizzato uno ma non viene specificato quale, per cui nel tentativo di replicare
l’esperimento abbiamo utilizzato il nostro). Il numero dei filtri per livello è,
come spesso accade nelle reti convoluzionali, a raddoppiare progressivamente
da 64 a 512. La replica del modello con i parametri messi nell’articolo, tra
cui un numero di epoche molto basso (solamente 10), anche in questo caso
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non è riuscita ad andare oltre la predizione della sola classe di maggioranza.
Sia per quanto riguarda il modello basato su LSTM che per gli ultimi due

basati su CNN, abbiamo contattato gli autori non ricevendo risposta oppure
ricevendo (su richiesta ad esempio degli iperparametri o del modello di word
embedding utilizzato) solamente risposte evasive.

Replicare un risultato riportato in un articolo non è un problema banale.
Negli ultimi anni, con l’esplosione del machine learning e del deep learning
per il NLP, il trend per la pubblicazione di lavori scientifici è molto orientato
al risultato numerico, talvolta senza una chiara intuizione o spiegazione di
come è stato ottenuto [15].

Dato che le prestazioni di un modello di deep learning possono dipendere
tanto dall’input e dal pre-processing fatto, quanto dalla configurazione del
modello stesso, dagli iperparametri o perfino dal software e dall’hardware
utilizzato per l’addestramento, è molto difficile ottenere lo stesso risultato
perfino quando gli autori forniscono il codice sorgente della loro applicazione
[99].

In molti casi, inoltre, come gli approcci che abbiamo descritto in preceden-
za e tentato di riprodurre, gli autori non forniscono il codice sorgente e danno
solo un’indicazione di massima su come hanno eseguito il training, come han-
no configurato il modello, ecc. Anche a fronte di nostra esplicita richiesta,
non abbiamo ottenuto informazioni sufficienti per replicare i loro risultati. In
uno studio pubblicato in [99] riguardante 397 articoli pubblicati tra il 2011 e
il 2016 alla conferenza annuale della Association for Computational Lingui-
stics, una delle più importanti conferenze nell’ambito del Natural Language
Processing, nel 41% dei casi gli autori non forniscono alcun riferimento per
replicare i loro risultati, nemmeno dopo un’esplicita richiesta.

Lo stesso studio ha ulteriormente selezionato 10 articoli e, partendo dal
codice sorgente fornito dagli autori, ha provato a replicare i risultati. Solo in
un caso, è stato possibile riprodurre il risultato esatto, mentre per altri tre si
è riuscito ad ottenere prestazioni comparabili. A conferma anche di quanto
possano contare elementi software e le fasi di pre-processing, l’aggiornamento
di MALLET, un famoso tool per NLP, a una versione più recente ha fatto
calare le prestazioni di oltre 10 punti: dal 95% di accuracy ottenuto con la
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versione originale indicata dagli autori all’83.3% con quella più recente.
Nel lavoro in [17], sono indicati tre tipi di riproducibilità: (i) quella di un

valore numerico, come abbiamo appena descritto; (ii) quella di una scoper-
ta, per cui un algoritmo funziona meglio di un altro in determinati contesti
oppure che l’inclusione di un componente o di un input aggiuntivo migliora
i risultati per certi compiti; (iii) quella di una conclusione, per cui di un’af-
fermazione generale e di ampia portata. L’approccio per la competizione
DDI-2013 riportato nel lavoro di Zheng et al. è quindi notevole non solo
per il 77.3% di F-Score ma anche per l’introduzione del drug oriented input
attention che, a loro dire, avrebbe migliorato i risultati. Nel nostro tentativo
di riprodurre questa scoperta, non siamo riusciti ad ottenere alcun miglio-
ramento nei nostri modelli che pure agivano in un contesto estremamente
simile, ovvero con lo stesso dataset e utilizzando la stessa architettura con
un livello LSTM.

Per quanto riguarda invece i due modelli basati su reti convoluzionali
molto profonde citati precedentemente, la netta differenza tra i risultati degli
autori, superiori di gran lunga a qualsiasi altro tentativo, e il nostro tentati-
vo di replica che ha prodotto un F-Score dello 0%, desta qualche perplessità.
In genere l’addestramento di reti neurali di questa complessità necessita di
un training set molto grande, mentre nel corpus DDI-2013 non si arriva al-
le ventimila istanze di cui molte che variano solo per la coppia di farmaci
considerata. Ad esempio, l’articolo che ha introdotto questo modo di proce-
dere per la classificazione di testi [18] utilizza per i propri test dei dataset
contenenti tra i centomila e i tre milioni di documenti. Inoltre, i corpus con-
siderati riguardano argomenti generici quali recensioni, articoli di giornale
ecc. e quindi con un tasso di difficoltà minore rispetto a quelli dell’ambito
biomedico.

5.5 Analisi del ruolo dell’Attention

A differenza di quanto fatto per la classificazione dei referti radiologici
(vedi Sezione 4.5), per questo dataset non è possibile valutare la qialità del-
la porzione di testo evidenziata dall’attention. Infatti, mentre nel caso dei
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referti era possibile fare un confronto con le annotazioni manuali delle espres-
sioni più importanti fatte dagli esperti del dominio, in questo caso le uniche
informazioni presenti sono:

• l’annotazione di quali token formano il nome di un farmaco;

• per ogni possibile coppia di farmaci, il valore della classe a cui appar-
tiene.

Nessuna informazione quindi su quali parti del testo indicano la presenza della
relazione o meno, con cui sarebbe stato utile confrontare i pesi dell’attention
mechanism in un’analisi qualitativa per l’individuazione di un’interpretazione
plausibile.

In questa sezione quindi i ragionamenti saranno più a livello quantitativo,
cercando di capire come varia il comportamento dell’attention in diversi casi
e come questo può essere ricondotto a concetti noti del Natural Language
Processing. Il modello di riferimento è quello a singolo canale con l’attention
mechanism più semplice definito in [4, 76].

5.5.1 L’effetto gate all’interno della frase

Un’altra differenza fondamentale tra questo dataset e quello dei referti
radiologici è che siamo in presenza non più di interi documenti, ma di singole
frasi. Non è quindi scontato che la funzione di gate, cioè che l’attention tenda
non a quantificare l’importanza in termini numerici ma invece a selezionare
o scartare in maniera binaria, sia verificata anche per questa applicazione.

Infatti, nella Sezione 4.5.1 abbiamo verificato come la funzione di gate
molto spesso si concentri su intere frasi o comunque su parti consistenti di
testo. Essendo in presenza, nel dataset DDI-2013, di istanze composte da
una sola frase, è chiaro che l’attention, per essere efficace, deve lavorare
con maggiore precisione per individuare le parole più importanti. Anche
se l’attention si limitasse a selezionare porzioni consistenti di testo, è da
verificare quale effetto abbia la netta diminuzione di parole di input sul suo
comportamento (la lunghezza media dei documenti di questo dataset è di 60
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Figura 5.7: Visualizzazione dell’effetto gate per due istanze di test, relative
alla stessa frase, per il dataset DDI-2013. In rosso, le parole a cui l’attention
assegna un peso normalizzato superiore a 0.8. In arancio, quelle superiori a
0.6.

parole, quella di un referto, come indicato nel capitolo precedente, di oltre
200).

Come nel caso dei referti radiologici, anche in questo caso abbiamo rite-
nuto (dato che i pesi dell’attention αi variano in base alla lunghezza della
frase, visto che la loro somma dev’essere uguale a uno) di scalarne i valori,
ottenendo quindi dei nuovi pesi normalizzati tra 0 e 1 (wi), attraverso la
seguente operazione:

wi =
αi − αmin

αmax − αmin

Nella parte sinistra della Figura 5.7, è possibile vedere un esempio di frase
(piuttosto corta, visto che sono poco più di 40 parole) e dei pesi che sono
stati assegnati dall’attention mechanism. Della frase In post-marketing ex-
perience, as with other azole antifungals, bleeding events (bruising, epistaxis,
gastrointestinal bleeding, hematuria, and melena) have been reported in as-
sociation with increases in prothrombin time in patients receiving fluconazole
concurrently with warfarin., considerando la coppia di farmaci (in verde) azo-
le antifungals (PairDrug1 ) e fluconazole (PairDrug2 ), l’attention mechanism
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evidenzia solamente i due farmaci e le parole immediatamente circostanti (in
rosso). Al resto della frase, salvo il singolo token have, viene assegnato il peso
minimo. Esattamente come accadeva nel caso dei referti radiologici, quasi
non esistono pesi intermedi tra il minimo e il massimo. Questa è un’indica-
zione del fatto che l’attention non lavora solo a livello di frase ma anche per
insiemi di poche parole o, potenzialmente, anche per singoli token.

Il fatto che l’effetto dell’attention si concentri maggiormente nell’area che
circonda i due farmaci è lampante nella parte destra della Figura 5.7. Pur
mantenendo la stessa frase, in questo altro esempio abbiamo considerato non
più la coppia tra azole antifulgas e fluconazole bensì tra quella tra quest’ul-
timo (che quindi viene sostituito da (PairDrug1 ) e warfarin (PairDrug2 ).
Come si può facilmente notare, la parte relativa ad azole antifulgas non viene
più evidenziata, mentre l’attention prolunga il suo effetto anche su concurren-
tly with warfarin. Vista la vicinanza con la parte maggiormente interessante,
si alzano anche i pesi dei token have been, praticamente gli unici casi di un
peso intermedio nei due esempi.

La tendenza dell’attention di isolare parti rilevanti e di escluderne com-
pletamente altre è confermata anche quantitativamente. Innanzitutto, defi-
niamo come importanti i token con peso normalizzato superiore a 0.8. Con-
siderando quindi tutti l’insieme T dei token non importanti e il loro peso wj,
possiamo calcolare la media dei pesi:

w̄ =
∑
j∈T

wj (5.5)

Il peso medio dei token non importanti è 0.19, un valore quindi molto basso
che conferma come la maggioranza di questi ultimi sia molto vicina allo 0
con solamente una minoranza di pesi intermedi, come abbiamo visto nei
due esempi. Se poi consideriamo solo le istanze di cui viene considerata
importante meno del 50% del testo, il peso medio dei token non evidenziati
dall’attention scende a 0.11.
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Figura 5.8: Percentuale dei token ritenuti importanti dall’attention per frasi
che descrivono una relazione (related, a sinistra) o appartenenti alla classe
unrelated (a destra). Sull’asse x, il numero di token della frase.

5.5.2 Funzione di gate e filtraggio

La funzione di gate può essere vista come un’azione di filtraggio, che man-
tiene solamente quella parte del testo candidata, secondo le logiche interne
del modello, a descrivere o a escludere la relazione tra farmaci.

Dato che abbiamo due macro-tipologie di istanze nel dataset, abbiamo
separato anche la nostra analisi per: le istanze appartenenti alla classe unre-
lated, ovvero quelle che non descrivono un’interazione tra la coppia di farma-
ci; e le istanze related, ovvero quelle in cui è presente un’interazione, senza
entrare nel dettaglio delle singole classi.

Nella Figura 5.8, possiamo vedere l’azione di filtraggio per i due casi:
a sinistra, possiamo vedere come varia la percentuale di token importanti
(ovvero con peso normalizzato maggiore a 0.8) in base alla lunghezza della
frase (meno di 20 parole, tra 20 e 40, 40 e 60 oppure più di 60). A destra, è
possibile valutare lo stesso per le istanze unrelated.

I risultati di questa analisi confermano l’idea che l’attention “si attivi"
maggiormente per le frasi più lunghe. Questo fenomeno, che era stato notato
anche nel caso dei referti radiologici (vedi la Sezione 4.5.2) può essere spiegato
intuitivamente tenendo conto di diversi fattori:

• Ogni farmaco non appartenente alla coppia presa in considerazione nel-
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Figura 5.9: Frazione dei token ritenuti importanti dall’attention per frasi
che descrivono una relazione (related, a sinistra) o appartenenti alla classe
unrelated (a destra). Sull’asse x, il numero di token che intercorrono tra i
due farmaci.

l’istanza (sostituito dal termine generico Drug) è totalmente irrilevante
ai fini del task di relation extraction. Le frasi più lunghe in genere
quindi contengono anche un numero maggiore di farmaci che l’atten-
tion tende inevitabilmente a scartare (vedi anche la Figura 5.10 per un
caso limite).

• La relazione è spesso descritta tramite pochi token. Ad esempio, nella
frase in Figura 5.7, la parte relativa a In post-marketing experience op-
pure quali siano stati i “bleeding events" (bruising, epistaxis, gastroin-
testinal bleeding, hematuria, and melena) sono dettagli che possono
essere tralasciati dall’algoritmo. Chiaramente però, nelle frasi più cor-
te il numero di dettagli o informazioni di contesto è molto minore, ergo
la scarsa azione di filtraggio del testo.

• Se per le frasi più corte il livello LSTM può essere già sufficiente per
comprendere il significato del testo, per quelle più lunghe le difficoltà
di memoria presenti in questo layer ricorrente necessitano di un’azione
maggiore dell’attention per selezionare le parti più importanti [76].

Non si vedono invece grandi differenze nell’azione della funzione di gate
tra istanze classificate unrelated e related. La tendenza a filtrare maggior-
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Figura 5.10: Visualizzazione del comportamento dell’attention mechanism
per una frase unrelated con ampia distanza tra un farmaco e l’altro. In
verde, la coppia di farmaci dell’istanza considerata, in rosso le altre parole
selezionate dall’attention, in viola tutti gli altri farmaci menzionati.

mente le frasi più lunghe è infatti visibile in entrambi i casi, con differenze
poco significative. Va comunque detto che, tranne per le frasi molto corte,
le istanze unrelated tendono a essere filtrate in maniera minore (0.55 per le
frasi tra 20 e 40 parole contro lo 0.51 delle related, 0.40 contro 0.34 tra 40 e
60, 0.32 contro 0.23 per le frasi con più di 60 parole).

Il comportamento dell’attention tra istanze related e unrelated è invece
completamente diverso rispetto alla distanza, in termini di token, tra un
farmaco e l’altro. Infatti, come si può vedere nella Figura 5.9, per le coppie
di farmaci con più di 30 token tra un farmaco e l’altro il comportamento
è praticamente opposto. Mentre per le istanze predette related l’attention
tende ad evidenziare all’incirca sempre la stessa quantità di testo (attorno al
60%), per quelle unrelated questo vale solo per le frasi con pochi token tra i
due farmaci. Infatti, se la distanza tra i due farmaci della coppia aumenta,
l’attention tende a filtrare molto di più, considerando importante solamente
circa il 20% delle frasi per le frasi con più di 20 token tra un farmaco e l’altro.

Uno dei motivi per cui questa differenza è così marcata è la presenza di
istanze come quella in Figura 5.10. Sebbene sia stato scelto volutamente un
caso limite, analizziamo per un attimo il significato di questa lunghissima
frase. Questa descrive la possibilità che il farmaco melatonin interagisca con
un lunghissimo elenco di altri farmaci, tra cui aspirin e progestin. Prendendo
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però in considerazione come istanza questi ultimi due farmaci, il testo non
descrive nessuna interazione tra di loro, che vengono solamente citati assieme
in un elenco. L’attention quindi correttamente individua la zona relativa al
primo farmaco, evidenziando anche un certo numero di parole negli imme-
diati dintorni “following drugs: aspirin and other NSAIDS (may" ma poi
esclude tutto il resto, salvo giusto progestin che è il secondo membro della
coppia presa in considerazione. Mentre molte di queste istanze, specialmente
se i farmaci sono separati solamente da virgole e congiunzioni, vengono clas-
sificate ancora prima di entrare nella rete neurale dal filtro delle negative,
le più complesse come quella di questo esempio chiaramente influenzano le
statistiche sul comportamento dell’attention.

5.5.3 Relazione tra attention e contesti locali

Proviamo ora ad analizzare perché, invece, nelle istanze related l’attention
tende a considerare importanti un numero alto di token anche quando la
distanza tra i due farmaci è considerevole.

Prima dell’introduzione del deep learning per il Natural Language Proces-
sing, il metodo allo stato dell’arte per la Relation Extraction era basato sulle
funzioni kernel e sulle Support Vector Machines. In particolare, lavori come
[28, 60] costruivano appositi kernel basandosi sull’evidenza empirica che, in
genere, una relazione può essere descritta nel testo seguendo tre pattern:

• Fore-Between, come nella frase l’associazione di [P1] e [P2], in cui
la relazione è descritta nei token prima della prima entità e tra l’una e
l’altra.

• Between, in cui la relazione è descritta con i token tra le due entità,
come ad esempio nella frase [P1] interagisce con [P2].

• Between-After, in cui la relazione si descrive con i token tra l’una
e l’altra e quelli che seguono la seconda, come nella frase [P1] e [P2]
interagiscono.

Analizzeremo ora come si comporta l’attention in tre settori diversi della
frase: prima della prima entità, tra l’una e l’altra, dopo la seconda entità.
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Figura 5.11: Visualizzazione del comportamento dell’attention mechanism
per una frase related. In verde, la coppia di farmaci dell’istanza considerata,
in rosso le altre parole selezionate dall’attention mechanism.

Related Unrelated
Before 0.59 0.35
Between 0.80 0.83
After 0.28 0.47

Tabella 5.7: Peso medio dell’attention, per istanze related e unrelated nei tre
settori: prima del primo farmaco (Before), tra un farmaco e l’altro (Between)
e dopo il secondo farmaco (After). Sono state considerate solo istanze in cui
viene filtrato almeno il 40% del testo.

Nella Figura 5.11 si può vedere un esempio per una frase related. Dalla frase
in figura possiamo ricavare tre settori diversi, chiamati anche contesti locali:
Before (Because there is a theoretical basis that these effects may be addictive,
use of ergotamin-containing or), Between (ergot-type medications [P1] (like
dihydroergotamine or methysergide) and sumatripan [P2]) e After (within 24
hours of each other should be avoided). Possiamo però anche vedere come si
comporta l’attention, che di fatto tralascia completamente il contesto Before,
a favore invece di quello Between e After, che in effetti ci informano che è da
evitare l’assunzione dei due farmaci nell’arco delle stesse 24 ore.

Per valutare il comportamento da un punto di vista quantitativo, abbia-
mo calcolato il peso medio dell’attention nei tre settori, sia per le istanze
related che unrelated in cui viene considerato non importante almeno il 40%
del testo (scartando quindi le frasi più corte che di fatto non subiscono l’ef-
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fetto dell’attention). Nella Tabella 5.7 sono visibili i risultati. Si può notare
immediatamente che il testo compreso tra un farmaco e l’altro ha un peso
medio molto alto, sia per le istanze related che non. Gli altri due settori in-
vece hanno un peso decisamente più basso, con le related che si concentrano
soprattutto nella parte Before (0.59 contro 0.35 delle unrelated), mentre suc-
cede l’esatto contrario nel contesto After (0.47 delle unrelated contro 0.27).
La grande importanza assegnata dall’attention al contesto Between conferma
quanto osservato da [28] e [60], ovvero che in tutti e tre i pattern è necessario
considerare (da sola, oppure con le parole precedenti o seguenti) la parte di
testo compresa tra le due entità.

Seguendo anche qui l’intuizione di un metodo originariamente usato per
le funzioni kernel, abbiamo anche analizzato i pesi che l’attention assegna
al dependency path, che presumibilmente contiene importanti informazioni
riguardanti la relazione tra farmaci [9].

Sia per quanto riguarda le istanze related che unrelated, il peso medio che
l’attention assegna ai token che compongono il dependency path è in effetti
molto alto, rispettivamente 0.86 e 0.88. Considerando le istanze di cui viene
filtrato almeno il 40% del testo, il peso medio si abbassa ma rimane molto
significativo, con 0.79 in entrambi i tipi di istanza.

Nella sezione precedente abbiamo visto come però l’attention tenda a con-
centrare la propria azione sul contesto Between. Abbiamo quindi analizzato
se il dependency path possa essere visto semplicemente come un sottoinsieme
del contesto Between: per entrambi i tipi di istanza, mediamente più dell’80%
del dependency path è contenuto in quel settore. Al contrario, il dependency
path, sempre mediamente, forma il 65% del contesto Between per le related
e il 55% per le unrelated. Da questa breve analisi possiamo quindi dedurre
che il dependency path è perlopiù un sottoinsieme di Between, di cui occupa
circa il 60%. Non sorprende quindi che venga considerato in maniera così
significativa dall’attention.
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5.5.4 Sintesi sull’interpretazione dell’attention

Se nelle sezioni precedenti abbiamo cercato di valutare su esempi specifici
l’azione dell’attention e cercato di capirne il ragionamento sottostante, una
valutazione sull’intero dataset richiederebbe l’intervento di esperti nel domi-
nio che identificassero, alla luce della loro conoscenza, le vere parti del testo
che contengano le informazioni più importanti ai fini della relation extraction.

I ragionamenti quantitativi però ci permettono di trarre qualche conclu-
sione:

• Anche per testi più corti rispetto a documenti di centinaia di parole,
si conferma la tendenza dell’attention, per i task a singola sequenza, a
dividere il testo in due categorie distinte: le parole importanti e quelle
non importanti. Questa tendenza è accentuata nelle frasi più lunghe,
senza particolari differenze se nel testo è descritta o meno una relazione
tra i farmaci dell’istanza considerata.

• L’attention è in grado di riconoscere la coppia di farmaci considerata e
di scartare gli altri farmaci presenti nella frase e modificare il proprio
comportamento di conseguenza (vedi Figura 5.7).

• Come nel caso dei referti radiologici, l’attention spesso lavora per zone
o espressioni piuttosto che per singoli token. Il peso medio del contesto
Between è alto nonostante siano sicuramente presenti stop-words, arti-
coli, preposizioni ecc. A queste parole (come si può facilmente vedere
anche in Figura 5.11 con and, or e of ) viene assegnato un peso molto
alto più per la posizione che non per l’effettivo significato. Questo è
dovuto anche al fatto che l’attention opera sul risultato di un livello
LSTM, che lavora non solo sulla parola corrente ma anche su termini
precedenti e, nel caso bidirezionale, perfino seguenti.

• L’attention tende a evidenziare in particolar modo la parte di testo
compresa tra i due farmaci, il cosiddetto contesto Between. Questo
conferma l’evidenza empirica che, in questa zona, si trovino informa-
zioni importanti per la relation extraction. Questo può anche essere
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il motivo per cui, per le istanze related con distanza ampia tra i due
farmaci (vedi Figura 5.9), l’attention consideri importante oltre il 60%
della frase.

Come dimostra l’analisi del dependency path, tuttavia, riteniamo che
l’attention non riconosca i singoli token che definiscono la relation extrac-
tion. Non è possibile quindi, date queste analisi, implementare un sistema
che fornisca direttamente una risposta al perché il modello abbia preso una
determinata decisione. Questo è chiaramente un limite per l’interpretabilità.
Nonostante ciò, possiamo dire che l’attention è in grado di isolare delle parti
di frasi secondo logiche che possono essere individuate e, in linea di massima,
spiegate o ricondotte ad evidenze empiriche. Questo è già di per sé un passo
verso la comprensione del comportamento del modello.

5.6 Modelli basati su BERT

I modelli basati quasi esclusivamente sull’attention mechanism come Tran-
sformer e BERT (vedi Sezione 3.4.2) hanno ottenuto ottime prestazioni nei
principali task di Natural Language Processing. I primi modelli, analoga-
mente a quanto accaduto con Word2Vec, sono stati addestrati utilizzando
documenti del tutto generici [103] quali BookCorpus [110] e la versione in-
glese di Wikipedia, con l’obiettivo di comprendere il linguaggio nella sua
accezione più comune. Questi modelli tuttavia possono non essere sufficienti
per task che riguardino un linguaggio strettamente tecnico, come quello scien-
tifico o biomedico. Per questo motivo, modelli come SciBERT [5], BioBERT
[46] o BlueBERT [65] sono stati addestrati con lo stesso procedimento delle
versioni tradizionali di BERT ma utilizzando articoli scientifici, letteratura
biomedica e testi clinici in lingua inglese.

Anche per il corpus DDI-2013 quindi sono stati realizzati alcuni lavori
che sfruttano questi modelli pre-allenati per la classificazione delle intera-
zioni tra farmaci, ottenendo un notevole miglioramento rispetto allo stato
dell’arte. Tuttavia, mentre in un normale modello di deep learning è pos-
sibile sceglierne la configurazione e procedere all’addestramento, nel caso di
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F(%)
BERT-base [103, 21] 78.0
BlueBERT [65] 79.9
Character BERT [21] 80.4
Relation BERT [62] 80.9
BERTChem-DDI [59] 83.8
Molecular SciBERT [3] 84.1

Tabella 5.8: Confronto tra i modelli più recenti basati su BERT in termini
di Precision (P), Recall (R), negli articoli in cui sono riportate, e in termini
di F-Score (F).

BERT si è costretti ad operare in modo diverso. Innanzitutto, la configura-
zione di BERT (il numero di blocchi, il numero di head di self-attention o la
dimensione della rappresentazione delle parole) non è modificabile a meno di
non ripetere l’intero addestramento: un’operazione estremamente comples-
sa e costosa e che richiede la disponibilità milioni di documenti. Il modello
pre-allenato va quindi considerato quasi come una black box di cui è pos-
sibile effettuare solamente qualche aggiustamento (per maggiori dettagli sul
funzionamento, si vedano le Sezioni 3.4.2 e 4.6).

Per risolvere al meglio un task di machine learning quindi, volendo sfrutta-
re le potenzialità di BERT, conviene concentrare i propri sforzi sulla prepara-
zione del dataset, arricchendolo di nuove informazioni o con un adeguato pre-
processing, e sul come trattare l’encoding fornito dal modello pre-allenato.
Se la soluzione più semplice è quella appena descritta di un unico livello
fully-connected, è possibile anche l’impiego di procedimenti più complessi.

5.6.1 Approcci già esistenti

Nella Tabella 5.8 sono mostrati i modelli basati su BERT che si trovano
in letteratura per il task DDI-2013. Mentre BERT-base è la semplice applica-
zione del modello BERT-base-cased, ovvero quello del tutto generale allenato
da [103] e testato da [21] ottenendo una F-Score di 78.0 (non è presente il
dettaglio di precision e recall), tutti gli altri introducono miglioramenti al fi-
ne di creare un modello più specifico e accurato per task biomedici o proprio
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per la Relation Extraction e la Drug-Drug Interaction.
BlueBERT [65] è un modello di BERT allenato utilizzando documenti

biomedici, in particolare gli articoli presenti su PubMed e il dataset MIMIC-
III, una delle più importanti risorse disponibili per quanto riguarda i testi
clinici [40]. Il guadagno rispetto alla versione di base è di quasi due punti in
termini di F-Score (79.9). Di questo modello abbiamo anche la recall (79.3)
e la precision (80.5). Le metriche riportate in Tabella 5.8 sono state ottenute
grazie al codice rilasciato dagli sviluppatori di BlueBERT2.

Lo stesso modello è sfruttato da [21] con tuttavia un’informazione ulte-
riore. Alla rappresentazione delle parole pre-allenata da BlueBERT viene
infatti aggiunta un’altra rappresentazione, basata sui caratteri che compon-
gono le parole, calcolata da una rete convoluzionale. Questa architettura vie-
ne testata su diversi dataset, compreso il DDI-2013, ottenendo una F-Score
complessiva di 80.4. L’articolo non riporta precision e recall.

Relation BERT (o R-BERT) [62] è un modello basato su BERT ma di-
rettamente orientato per la Relation Extraction. Questo lavoro, dopo una
semplice fase di pre-processing, non utilizza la rappresentazione della frase
come input per l’ultimo livello fully-connected, bensì quella dell’ultimo token
che segna la fine della frase (comunemente indicato come CLS ) e dei token
che compongono le due entità coinvolte nella relazione. Siccome un’entità
può essere composta da un numero variabile di token, viene calcolata una
media tra i diversi vettori. Al vettore di CLS e a quelli rappresentanti le due
entità viene poi applicata la funzione tanh, per essere successivamente pas-
sati a un livello fully connected con attivazione lineare. Infine, i tre vettori
risultanti vengono concatenati e compongono l’input per l’ultimo livello con
attivazione softmax che fornisce la classificazione. Questo accorgimento por-
ta miglioramenti sia utilizzando il modello base di BERT (79.1 contro 78.0),
sia con un modello pre-allenato su documenti biomedici (80.9 contro 79.9). Il
modello biomedico di R-BERT tuttavia non è BlueBERT ma BioBERT [46]
per cui non è possibile fare un confronto diretto tra la versione base e quella
orientata alla Relation Extraction. Anche per R-BERT non sono riportate
precision e recall.

2https://github.com/ncbi-nlp/bluebert
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I modelli migliori tuttavia operano in un’altra direzione. Mentre le mo-
difiche all’architettura riescono ad ottenere miglioramenti intorno al punto
percentuale, BERTChem-DDI [59] e Molecular SciBERT [3] ottengono risul-
tati ancora superiori, con rispettivamente 83.8 e 84.1 di F-Score non tanto
operando sull’architettura ma integrando nuove informazioni. Infatti, in en-
trambi i casi, parallelamente al modello di BERT per l’analisi del testo, un
altro modello di deep learning analizza la struttura molecolare dei farmaci ci-
tati nel testo, permettendo quindi al sistema complessivo non solo di capire il
significato della frase ma anche di trovare regolarità anche su base biologica.
Nel primo caso, viene utilizzato un autoencoder non supervisionato [42]. Nel
secondo invece un’architettura ancora più complessa basata su Graph Neu-
ral Networks che, visto che la struttura molecolare è rappresentabile come
un grafo, è particolarmente indicata per questo tipo di analisi [100]. Oltre
alla struttura moleculare, il modello proposto in [3] prende in considerazione
anche la descrizione, sotto forma di testo estratto dal database DrugBank,
dei due farmaci. Mentre per [59] non è esattamente chiaro il modello di
BERT utilizzato nè sono disponibili precision e recall, la trattazione di [3] è
più completa e indica chiaramente l’uso di SciBERT [5] (modello di BERT
allenato su generici testi di tipo scientifico, senza particolare concentrazione
sull’ambito biologico) e riporta una precision pari a 85.4 e una recall a 82.8.

5.6.2 Alcune note sui risultati

Nel nostro tentativo di riprodurre i risultati forniti da BlueBERT abbiamo
potuto notare immediatamente un problema: la variabilità dei risultati forniti
dal modello di BERT tra un’esecuzione e l’altra.

Nella Tabella 5.9 mostriamo i risultati di sette diverse esecuzioni di Blue-
BERT, con gli stessi parametri ( numero di epoche, learning rate, training
set, batch size, ecc.). Mentre il risultato medio (79.9 di F-Score) rispetta
quanto riportato in [65], possiamo notare come, tra un’esecuzione e l’altra
ci sia notevole variabilità sia per tutte e le tre metriche: da un massimo di
82.3 di precision si può passare a un minimo di 78.6, la recall varia da 76.7 a
81.1 e la F-Score tra 77.7 e 81.6. La deviazione standard delle tre metriche
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P(%) R (%) F(%)
Es. 1 82.3 80.1 81.1
Es. 2 82.0 81.1 81.6
Es. 3 78.6 76.7 77.7
Es. 4 81.8 80.0 80.9
Es. 5 81.2 79.2 80.2
Es. 6 78.2 79.2 78.6
Es. 7 80.5 78.7 79.6
Media 80.7 79.3 79.9
Dev. St. 1.65 1.38 1.41

Tabella 5.9: Risultati di 7 esecuzioni di BlueBERT in termini di Precision
(P), Recall (R) e F-Score). Nelle ultime due righe, in grassetto, la media
delle metriche e la loro deviazione standard.

è attorno a 1.5, con valori più alti per la precision (1.65) che non per recall
e F-Score (1.38 e 1.41 rispettivamente).

In generale, tutti i sistemi di deep learning risentono non solo del training
set e degli iperparametri scelti per l’addestramento, ma anche dell’inizializ-
zazione casuale dei pesi, del rumore che è necessario introdurre per aiutare
la generalizzazione (come nel caso del dropout) e perfino dell’architettura
del calcolatore su cui si svolgono le operazioni [2]. Quando però si ha una
variabilità così alta, è difficile confrontare le prestazioni di modelli diversi:
alcune istanze della riproduzione di BlueBERT infatti superano di quasi un
punto percentuale i risultati forniti da Character BERT e Relation BERT.

Questo problema è stato affrontato dagli sviluppatori di Character BERT,
che hanno ripetuto i loro esperimenti 10 volte e riportano i valori di primo
quartile, mediana e terzo quartile, oltre che la media e la deviazione standard
in forma grafica. Il valore di 80.4 di F-Score riportato anche in Tabella 5.8 è
infatti quello della mediana di una distribuzione che ha come primo quartile
79.2 e 81.7 come terzo. Quella della loro riproduzione della versione base di
BERT è invece compresa tra 77.7 e 78.8, con 78.0 come mediana. Può anche
essere interessante notare come il loro tentativo di riprodurre BlueBERT
ottenga risultati decisamente peggiori dei nostri: 77.9 di mediana, addirittura
meno della versione base di BERT e circa due punti sotto quanto ottenuto
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Effect Mechanism Advise Int
BlueBERT [65] 79.4 83.0 87.3 50.4
Relation BERT [62] 77.8 97.4 87.7 52.5
Molecular SciBERT [3] 85.2 84.0 82.7 79.0

Tabella 5.10: Prestazioni dettagliate dei modelli basati su BERT, in termini
di F-Score per ciascuna delle classi related.

da noi.
Mentre la loro analisi si focalizza anche su questi aspetti, gli altri approcci

riportati in Tabella 5.8 non ne fanno cenno. Va comunque fatto notare
che, rispetto alla situazione descritta nella Sezione 5.4.4, tutti i modelli ad
eccezione di BERTChem-DDI forniscono il codice per la riproduzione dei
risultati.

Un’altra importante differenza degli approcci basati su BERT rispetto a
quanto trattato nelle sezioni precedenti (con modelli basati su algoritmi di
machine learning o di deep learning da addestrare da zero) è la possibilità di
fare molto rapidamente transfer learning, ovvero sfruttare lo stesso modello
per diversi task, per diversi dataset ecc. Per questo motivo, diversi articoli
(come nel caso di BlueBERT e Character BERT) presentano un modello del
tutto generale con ottimizzazioni nell’architettura o nell’addestramento e lo
applicano a più dataset, mostrandone pregi e difetti. Per questo motivo,
spesso non vengono riportati i risultati dettagliati di ogni classe del dataset
DDI-2013 o degli altri dataset considerati, anche solamente per questioni di
spazio, preferendo fornire una panoramica più generale.

Nella Tabella 5.10 vengono mostrati i risultati dettagliati per i due ar-
ticoli che li riportano (non a caso, completamente incentrati sul problema
della DDI-2013) e quelli medi di BlueBERT ottenuti nei nostri esperimenti
per la riproduzione dei risultati. Come si può notare confrontando questi
risultati con quelli dei nostro modelli basati su LSTM e vari tipi di Attention
mechanism (Tabelle 5.3 e 5.5), il guadagno in termini di F-Score è evidente.
Tuttavia è anche possibile notare notevoli differenze tra i singoli modelli ba-
sati su BERT: ad esempio, Relation BERT ottiene un impressionante 97.4 di
F-Score per la classe mechanism, superando di più di 10 punti sia BlueBERT
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che Molecular SciBERT. Quest’ultimo invece ottiene risultati molto migliori
per la classe effect. Discorso a parte merita la classe int: infatti, come de-
scritto nella Sezione 5.4.2, questa classe fortemente minoritaria è quella che
causa maggiori problemi al modello di classificazione. La mancanza di esempi
fa calare bruscamente le prestazioni e, se per i nostri modelli LSTM eravamo
attorno ai 49 punti di F-Score, il guadagno ottenuto da BlueBERT e Relation
BERT è piuttosto scarso: poco più di un punto per il primo (50.4) e altri
due punti per il secondo (52.5). Molecular SciBERT invece arriva a un sor-
prendente 79.0 di F-Score, allineando di fatto le prestazioni di questa classe
a quelle delle altre, ben più popolate. Sebbene le cause di questo migliora-
mento non siano analizzate nell’articolo, riteniamo che l’arricchimento delle
frasi con le descrizioni dei farmaci e con la loro struttura molecolare siano
riuscite a chiarire molte di queste frasi che non solo sono in forte minoranza,
ma spesso sono anche piuttosto corte, generiche e non dettagliate.

5.6.3 Direzioni ed esperimenti per il miglioramento

I progressi ottenuti per il riconoscimento di interazioni tra farmaci tra-
mite modelli BERT sono molto recenti. Ad esempio, Charachter BERT [21],
Relation BERT [62] e Molecular SciBERT [3] sono stati pubblicati, a pochi
giorni di distanza l’uno dall’altro, nell’ottobre 2020. Solamente per questio-
ni temporali quindi i nostri sforzi di miglioramento si sono concentrati su
BlueBERT [65], disponibile già dalla fine del 2019.

Abbiamo già mostrato nella Tabella 5.9 le nostre prestazioni nel replicare
i risultati e la loro variabilità, mentre nella prima riga della Tabella 5.10 sono
disponibili le F-Score per ogni classe related. Anche solo a colpo d’occhio,
si intuisce che le maggiori possibilità di miglioramento risiedono nella classe
int (un’intuizione che poi verrà confermata da Molecular SciBERT). Nono-
stante infatti i notevoli progressi fatti con i modelli basati su LSTM prima e
su BERT poi, già l’approccio basato su Support Vector Machines descritto
in [14] otteneva 54.7 di F-Score per quella classe, un risultato addirittura
superiore rispetto ai modelli più complessi e molto più accurati pubblicati
più recentemente.
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5.6.3.1 Data augmentation per la classe int

Invece che lavorare sull’architettura, quindi, si è preferito puntare sulla
data augmentation, ovvero sulla generazione di nuovi dati manipolando quelli
già disponibili. Questa tecnica ha avuto ottimi riscontri per quanto riguar-
da il trattamento delle immagini [85], in cui rotazioni, variazioni di colore,
ridimensionamenti e altre semplici operazioni possono generare facilmente
nuovi esempi che aiutino l’algoritmo nell’apprendimento. Per dati testuali,
tuttavia, la questione non è così semplice.

In generale, possiamo dividere l’augmentation per dati testuali in due
macro-categorie: le operazioni puramente lessicali e quelle basate su word
embedding [27]. Nelle prime, si modifica direttamente il testo, per esem-
pio sostituendo una certa percentuale di parole con dei sinonimi, oppure
permutandone l’ordine, tagliando parti del documento ecc. Nelle seconde
invece si cerca o di modificare numericamente i vettori di word embedding
introducendo del rumore, oppure si va a sostituire parole con quelle più pros-
sime nello spazio vettoriale. Dato che un modello di BERT lavora diretta-
mente sul testo, costruendosi da sé le rappresentazioni word embedding ad
ogni livello dell’encoder, per una data augmentation è possibile solo operare
lessicalmente.

Abbiamo focalizzato la nostra attenzione sulla classe int, con un’aug-
mentation molto mirata, portando la numerosità nel training set per quella
classe pari a quella delle più popolose effect, mechanism e advise. Sono
stati quindi introdotte 300 frasi artificiali, andando di fatto a triplicare il
numero di esempi. Queste frasi sono state generate applicando le seguenti
trasformazioni:

• Sostituzione di parole con sinonimi attraverso WordNet. Que-
sta procedura, di per sé molto semplice, di selezione di una parola e la
sua sostituzione con una simile ricavata attraverso il database lessica-
le WordNet3, può essere molto delicata. Infatti, per quanto riguarda
termini altamente tecnici quali il linguaggio biomedico è sia difficile
trovare dei sinonimi che assicurarsi che la differenza non alteri sensi-

3https://wordnet.princeton.edu
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bilmente il significato della frase, potenzialmente introducendo errori
nel dataset. Per questo motivo, ci siamo concentrati più che altro sulla
sostituzione dei verbi presenti nella frase che, esprimendo una relazione
senza specificarne i dettagli, sono spesso termini del linguaggio comu-
ne. Anche termini meno importanti come preposizioni, avverbi ecc.
possono venire sostituiti.

• Manipolazione dei settori non interessanti. Molto spesso, nel cor-
pus DDI-2013, le frasi sono divise in settori, divise da punti e virgola
o due punti. Altrettanto spesso, entrambi i farmaci che compongono
la relazione si trovano solamente in uno di questi. Ritenendo che an-
che l’interazione sia espressa nello stesso settore, sul resto della frase è
possibile operare più drasticamente: tagliandoli direttamente, oppure
sostituendo con dei sinonimi in maniera più grossolana. Inoltre, queste
parti non interessanti possono essere aggiunte ad altre frasi, che man-
terranno la relazione tra i due farmaci citati ma con in aggiunta del
rumore.

Le due procedure sono intese per svolgere due funzioni parallele: mentre
la prima serve per migliorare la generalizzazione dell’algoritmo sui modi ed
i termini per esprimere un’interazione tra farmaci, la seconda lo rende più
stabile rispetto a tutto il resto della frase, che può contenere termini medici,
altri nomi di farmaci, unità di misura ecc. che possono fuorviare il modello
di deep learning, aiutandolo a focalizzarsi solamente sul settore che esprime
l’interazione.

Nella Tabella 5.11 mostriamo il confronto delle sette esecuzioni di Blue-
BERT già mostrate nella sezione precedente con altre sette esecuzioni dello
stesso modello ma allenato con il dataset su cui è stata svolta l’augmentation
della classe int. Sebbene si ottenga un guadagno minimo in termini di F-Score
(80.1 contro 79.9), si può notare una differenza marcata nel bilanciamento
tra Precision e Recall dei due modelli. Infatti, ad eccezione dell’Esecuzione 6,
tutte le esecuzioni del modello base hanno una Precision più alta della Recall,
a volte anche di quasi due punti o più. Nel modello allenato con il dataset
aumentato, invece, accade esattamente il contrario: la Recall è sempre più
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Base Aumentato
P(%) R (%) F(%) P(%) R (%) F(%)

Es. 1 82.3 80.1 81.1 78.5 79.7 79.1
Es. 2 82.0 81.1 81.6 77.2 81.7 79.4
Es. 3 78.6 76.7 77.7 79.9 82.5 81.2
Es. 4 81.8 80.0 80.9 79.7 80.8 80.3
Es. 5 81.2 79.2 80.2 78.7 79.0 78.8
Es. 6 78.2 79.2 78.6 78.8 81.5 80.2
Es. 7 80.5 78.7 79.6 81.6 82.0 81.8
Media 80.7 79.3 79.9 79.2 81.0 80.1
Dev. St. 1.65 1.38 1.41 1.37 1.30 1.10

Tabella 5.11: Confronto dei risultati di 7 esecuzioni del modello base di Blue-
BERT e di quello con l’augmentation della classe int. Le metriche considerate
sono Precision (P), Recall (R) e F-Score. Nelle ultime due righe, in grassetto,
la media delle metriche e la loro deviazione standard.

alta, a volte di anche molto (più di 4 punti nell’Esecuzione 2). Andando a
confrontare i risultati medi, di fatto il bilanciamento tra Precision e Recall
si inverte: da 80.7 e 79.3 nel modello base, si passa a 79.2 e 81.0 in quello
aumentato. Non ci sono invece grandi differenze nella deviazione standard
che, tuttavia, risulta leggermente minore per il modello aumentato.

Andando ad analizzare i risultati ancora più nel dettaglio abbiamo notato
che questa differenza di comportamento dei due modelli è dovuta proprio alla
classe int. Nella Tabella 5.12 mostriamo Precision, Recall e F-Score della
classe int sia per il modello base che per il modello allenato con il dataset
aumentato. Come si può facilmente vedere, il modello base ha una Precision
media molto alta (66.9) e anche molto variabile (arrivando a un massimo di
88.6 nell’Esecuzione 4, e con una deviazione standard di 12.4) a fronte di una
Recall quasi sempre molto bassa (media a 41.3 che varia tra 38.9 e 44.0).
Questo significa che il modello non riesce a identificare la maggior parte delle
istanze della classe int (solo 4 su 10). Tuttavia, quando ne predice una frase
come appartenente a quella classe ha buone prestazioni, individuandone circa
2 su 3.

Il modello aumentato ha un comportamento del tutto diverso. Ad un
netto calo della Precision (55.7, quindi 11 punti in meno) corrisponde un
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Base Aumentato
P(%) R (%) F(%) P(%) R (%) F(%)

Es. 1 77.0 42.9 55.0 55.5 56.4 55.0
Es. 2 65.8 40.2 48.7 56.0 46.9 50.8
Es. 3 54.7 41.2 47.2 58.3 55.1 56.4
Es. 4 88.6 40.8 56.1 53.7 55.7 51.9
Es. 5 57.0 38.9 46.0 49.2 46.1 48.1
Es. 6 66.7 41.3 51.4 47.4 47.3 47.9
Es. 7 57.2 44.0 49.1 68.6 49.0 57.8
Media 66.9 41.3 50.4 55.7 50.4 52.6
Dev. St. 12.4 1.70 3.82 7.11 3.95 3.95

Tabella 5.12: Confronto dei risultati di 7 esecuzioni del modello base di Blue-
BERT e di quello con l’augmentation della classe int. Le metriche considerate
sono Precision (P), Recall (R) e F-Score. Nelle ultime due righe, in grassetto,
la media delle metriche e la loro deviazione standard.

aumento della Recall (50.4, 9 punti in più). In termini di F-Score media, il
nuovo modello guadagna più di 2 punti, passando dai 50.4 del modello base
ai 52.6 con l’augmentation. Mentre la variabilità complessiva è pressoché
costante (3.82 per la F-Score del modello base, 3.95 per quella del modello
aumentato), quella della Precision è quasi dimezzata (da 12.4 a 7.1 di devia-
zione standard). Questo riequilibrarsi delle due metriche sta a significare che
il modello è più in grado di riconoscere circa la metà delle frasi appartenenti
alla classe int. Allo stesso tempo però, una sua predizione è meno affidabile
rispetto a prima, solo poco più del 55% infatti risultano corrette.

Mentre per le altre classi related non si hanno modifiche del comportamen-
to, la netta differenza tra i due modelli per la classe int si riflette anche nelle
prestazioni generali, come mostrato nella Tabella 5.11. Se il lieve migliora-
mento in termini di F-Score potrebbe anche essere dovuto a variazioni casuali,
riteniamo che il comportamento sia imputabile all’effetto dell’introduzione,
proprio per la classe int, di 300 ulteriori esempi artificiali.

Dal punto di vista delle prestazioni il miglioramento ottenuto non è par-
ticolarmente significativo. Questo può essere dovuto a diversi fattori, qua-
li la portata limitata dell’augmentation. Le frasi artificiali ottenute infatti
possono differire anche solo leggermente da esempi già presenti nel dataset,
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sostituendo poche parole, e quindi portando un contributo solo marginale.
D’altro canto, senza la conoscenza del dominio e del linguaggio biomedico è
molto difficile stabilire a priori cosa possa essere alterato di una frase che de-
scrive una relazione tra farmaci preservandone il significato. La modifica del
comportamento, tuttavia, ci indica come la strada dell’augmentation possa
essere intrapresa con metodi più sofisticati per migliorare anche le prestazioni.
L’introduzione indiscriminata di frasi artificiali inoltre, senza ragionare sulla
qualità e sulla quantità di quanto aggiunto, potrebbe portare anche a over-
fitting. Di conseguenza, in future applicazioni di queste tecniche, bisognerà
tenere in considerazione anche questi aspetti potenzialmente problematici.

5.6.3.2 Bilanciamento delle classi e altre tecniche

Oltre all’augmentation specifica sulla classe int, è stato svolto anche un
esperimento per migliorare le prestazioni generali del modello, in particolare
riequilibrando il bilanciamento tra le istanze negative, che ricordiamo sono la
stragrande maggioranza all’interno del dataset, e quelle delle classi related.

Il primo approccio segue quello del pre-processing definito nella Sezione
5.2.1, ovvero la rimozione di istanze della classe unrelated tramite lo Shor-
test Dependency Path. Contrariamente però sia a quanto visto per i nostri
modelli LSTM che per gli altri approcci trovati in letteratura (sia basati su
SVM [14] che su reti ricorrenti [43, 102]), l’eliminazione di istanze negative
non ha portato benefici al modello basato su BlueBERT, fornendo prestazioni
estremamente simili.

Il secondo approccio ricalca quello dell’augmentation della classe int, solo
che generalizzato per tutte le classi related e aumentando il grado di libertà
nelle sostituzioni tramite sinonimi. Questo dataset notevolmente aumentato
(circa 10, 000 esempi in più) è stato utilizzato sia come semplice training set
per il fine tuning come descritto nella Sezione 5.6, sia con un procedimento
a due fasi. In quest’ultimo, successivamente al fine tuning con il dataset
aumentato viene svolto un ulteriore addestramento, con il learning rate di-
minuito, utilizzando il dataset originale. Sebbene l’idea sia che la prima fase
serva per rendere più familiare il task in questione, anche con un dataset più
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rumoroso, al modello di BERT e che la seconda serva per perfezionarlo ul-
teriormente, anche in questo caso non si sono trovati miglioramenti rispetto
alla baseline posta da BlueBERT. Anche il semplice fine tuning ha ottenuto
risultati molto simili.

Seguendo sempre il pre-processing classico di questo task di NLP (vedi
Sezione 5.2), è stato provato anche il perfezionamento del procedimento di
sostituzione. Infatti, BlueBERT e gli altri modelli simili sostituiscono i token
corrispondenti ai nomi dei farmaci con la parola chiave DRUG ma lasciano
inalterati gli altri nomi presenti nella frase. Negli approcci precedenti invece
venivano sostituiti anche questi con espressioni generiche, in modo da rendere
il modello completamente indipendente dai nomi specifici e farlo concentrare
maggiormente sul contesto della frase. Abbiamo quindi sostituito i nomi dei
farmaci non coinvolti nella relazione con la parola chiave USELESS_DRUG,
ma questo ha causato un netto calo delle prestazioni, portandole al di sotto
dei 70 punti in termini di F-Score. La sostituzione degli stessi nomi uti-
lizzando il token speciale di BERT UNK ha diminuito il calo. Tuttavia, il
modello ha lo stesso un peggioramento di circa 2 punti rispetto alla baseline
di BlueBERT.

Sebbene questi tentativi di adattamento della fase di pre-processing al
modello di BERT siano solo all’inizio e non è possibile escludere che si riesca
a migliorare le prestazioni anche lavorando sul dataset posto in ingresso,
possiamo formulare qualche ipotesi del perchè questi approcci non abbiano
funzionato. Per quanto riguarda lo sbilanciamento delle classi nel task DDI-
2013, è evidente dalla letteratura che BERT ne soffra meno rispetto ai modelli
LSTM. Infatti, nessun articolo riporta pre-processing o tecniche particolari
per risolvere questo problema (al contrario di quanto accadeva per i modelli
precedenti), ottenendo però un netto miglioramento delle prestazioni. Questo
può essere chiaramente dovuto al fatto che il modello pre-allenato di BERT
ha una comprensione superiore del linguaggio e riesce a distinguere meglio
quando una relazione è espressa e quando no. Diminuire quindi il dataset
escludendo una certa percentuale di frasi negative quindi potrebbe non fare
altro che rendere più difficoltoso il fine tuning.

Per quanto riguarda invece la sostituzione dei nomi dei farmaci non coin-
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volti nella relazione, allo stesso modo in letteratura non sono presenti accor-
gimenti specifici e quindi sembra che BERT abbia già una buona capacità
di escludere tali nomi dall’analisi. Tuttavia, mentre l’augmentation generale
o la rimozione delle frasi negative non ha modificato il comportamento del
modello, in entrambi i casi si è visto un calo delle prestazioni, segno che co-
munque quell’informazione è stata trattata. Riteniamo quindi probabile che
si possano escludere, in altri modi, i farmaci non appartenenti alla relazione
e che si possa forzare il modello ancora di più su quelli in esame, con un
possibile miglioramento delle prestazioni.



Capitolo 6

Conclusioni e sviluppi futuri

In questa tesi sono state descritte le principali attività di ricerca svolte
durante il mio corso di dottorato ed i conseguenti risultati sperimentali.

Nel contesto generale dell’applicazione delle tecniche di deep learning (co-
me le Reti Neurali Ricorrenti) per il Natural Language Processing nell’ambito
biomedico, il vero punto focale della tesi riguarda l’interpretabilità e il ruolo
dell’attention mechanism. La sensibilità dell’implementazione di sistemi di
intelligenza artificiale nelle strutture sanitarie, con il supporto a decisioni che
interessano direttamente la salute delle persone, non può infatti prescindere
da una comprensione del ragionamento interno del modello e delle ragioni
per cui è stata fornita una risposta piuttosto che un’altra.

L’analisi del ruolo dell’attention mechanism non è stata quindi svolta
solo in termini di prestazioni. Sebbene infatti sia stato verificato sperimen-
talmente che questo fornisce un contributo per il miglioramento dei risultati
predittivi (sia nel caso delle interazioni tra farmaci che per quello della classi-
ficazione di referti radiologici), la sua peculiare caratteristica di valutare l’im-
portanza delle parole per il task di machine learning lo rende particolarmente
interessante per capire il funzionamento del modello.

I nostri esperimenti nell’ambito del sistema di deep learning per i referti
radiologici lo confermano. Anche in questo caso, in cui non vi è una grande
disponibilità di documenti (circa 5000 referti), il sistema realizzato ottiene
buoni risultati sia in termini prettamente predittivi che di interpretabilità,
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proprio grazie all’attention mechanism. Abbiamo infatti verificato che c’è un
forte legame tra le annotazioni manuali, ovvero i concetti e i rilievi radiologici
maggiormente rilevanti secondo i radiologi, e la parte di testo segnalata come
importante dall’attention. Questo conferma come quest’ultimo si concentri
sulle frasi e le espressioni più rilevanti anche da un punto di vista medico,
giustificando quindi le buone performance del nostro modello. Nonostante
questo risultato decisamente positivo, altre caratteristiche del comportamen-
to dell’attention sono meno desiderabili: in molti casi infatti, questo mecca-
nismo, tende ad evidenziare larghe parti del testo. Specialmente per i referti
più corti, molto spesso viene ritenuta importante più della metà del conte-
nuto del referto. Uno sviluppo futuro del nostro progetto è senz’altro quindi
la riduzione di questa quantità di testo ad una semplice risposta formata dai
soli contenuti essenziali. Questa potrebbe essere mostrata ai radiologi come
spiegazione della classificazione prodotta dal sistema, aumentandone l’utilità
pratica e la sua applicazione nelle strutture sanitarie.

Un lavoro diverso è stato svolto nel contesto delle interazioni tra farmaci,
dove si sono confrontate le performance delle diverse varianti dell’attention
mechanism e ci si è concentrati sul legame tra il testo ritenuto importante e
concetti classici della Relation Extraction come i contesti locali [28] o il de-
pendency path. Se alcune indicazioni sono evidenti, come la concentrazione
sulla parte di testo compresa tra i due farmaci considerati per verificarne l’in-
terazione, per proseguire l’analisi e valutare se effettivamente il testo ritenuto
importante dall’attention mechanism è quello che giustifica la classificazione
presa sarebbe necessario l’intervento di un esperto del dominio.

L’attività più recente del mio dottorato s’è concentrata sui modelli basati
su Transformer [92]. Se da un lato le performance sono ancora migliorate, la
trattazione dell’interpretabilità di tali modelli è solo agli inizi. Ci sono diver-
se evidenze che queste nuove architetture estremamente complesse riescano
a catturare concetti linguistici [87], ma una spiegazione del funzionamento
del modello non è ancora possibile. I recenti tool di visualizzazione degli
attention di questi modelli [94] mostrano indubbiamente aspetti interessanti,
ma non è certo semplice derivare il testo ritenuto più rilevante del modello
da più di 100 head di attention diverse e una decina di livelli di encoding. La
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mia futura attività di ricerca verterà anche su questo: come estrapolare una
spiegazione semplice che possa giustificare la decisione presa da un modello
potenzialmente anche molto complesso, in modo tale da poterlo applicare nei
settori maggiormente sensibili, come appunto quello medico.

Un problema aperto sottostante a tutta la tesi, e che è ovviamente stret-
tamente legato al machine learning e al deep learning in generale, è quella
della disponibilità dei dati e della conoscenza del dominio. Come sottoli-
neato in diversi punti del testo, maggiore è la complessità dell’architettura
e il numero dei suoi parametri, maggiore è il costo computazionale (sia in
termini di risorse necessarie che di tempo impiegato) e soprattutto maggiore
è la quantità di dati necessari per l’addestramento. In ambito biomedico
e per lingue diverse dall’inglese, la disponibilità di dati è un problema non
banale. Tuttavia, come mostrato nel caso dei referti radiologici, l’introduzio-
ne di conoscenza del dominio, con regole logiche per coniugare le predizioni
dei diversi classificatori, permette di ottenere buoni risultati anche mediante
l’impiego di una minore quantità di dati. L’introduzione di conoscenza, attra-
verso regole, informazioni aggiuntive o addirittura di vincoli imposti durante
l’addestramento [29], può essere un’ulteriore chiave di volta per il Natural
Language Processing in ambito biomedico e la sua interpretabilità.
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